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Resumo: Objetivos: avaliar e classificar a atividade inflamatória nas articulações sacroilíacas de pacientes com espondilo-
artrite em imagens de ressonância magnética, utilizando atributos de textura e de histograma de níveis de cinza. Métodos: 
imagens de 51 pacientes foram avaliadas retrospectivamente e segmentadas manualmente por um radiologista. Trinta e 
nove atributos de brilho e de textura foram utilizados para caracterizar a presença ou ausência de processo inflamatório. A 
classificação foi realizada utilizando-se diferentes classificadores e avaliada por um método de validação cruzada com 10-
fold. Resultados: uma rede neural multicamadas, utilizando o conjunto total de atributos, alcançou o melhor desempenho 
no estudo, obtendo 0,915 de área sob a curva ROC, 0,864 de sensibilidade e 0,724 de especificidade.Conclusões: o proces-
samento computadorizado implementado possui bom potencial como base para o desenvolvimento de uma ferramenta de 
auxílio ao diagnóstico de processo inflamatório de articulações sacroilíacas de pacientes com espondiloartrites.
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Abstract: Goals: to evaluate and classify the inflammatory process in sacroiliac joints of patients with spondyloarthritis 
in magnetic resonance imaging using attributes of texture and gray-level histogram. Methods: images from 51 patients 
were retrospectively evaluated and manually segmented by a radiologist. Thirty nine attributes of histogram and texture 
were used to characterize the presence or absence of the inflammatory process. Classification was performed by several 
classifiers and evaluated with a 10-fold cross-validation. Results: a multilayer neural network and all extracted attributes 
obtained highest diagnostic performance in the study with 0.915 of area under the ROC curve, 0.864 of sensitivity and 0.724 
of specificity. Conclusions: the implemented computerized processing presents good potential as a starting point for the 
development of a tool to aid the diagnosis of inflammatory process of sacroiliac joints of patients with spondyloarthritis.

Keywords: Computer-Assisted Image Processing; Inflammation; Rheumatology.

Introdução

As espondiloartrites (EpA) são um grupo de doenças inflamatórias crônicas com alta prevalência 
e que apresentam características clínicas e radiológicas comuns. As EpA acometem predominante-
mente jovens, com inicio médio dos sintomas aos 31 anos1com forte potencial de morbidade eim-
pacto socioeconômico, causando comprometimento de coluna vertebral, esqueleto apendicular e em 
especial das articulações sacroilíacas. A avaliação e monitoramento das espondiloartrites apresenta 
dificuldade na pratica diária, em decorrência da variabilidade de apresentações clínicas2.

Os exames de imagem apresentam fundamental importância na avaliação desses pacientes, sendo 
a ressonância magnética (RM) o método mais sensível para diagnóstico precoce. A RM é capaz de 
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detectar edema ósseo nas articulações sacroilíacas (Figura 1), sendo esse achado um dos critérios 
diagnósticos mais importantes dos protocolos clínicos atuais3.  Porém, a avaliação radiológica visual 
desarmada das articulações sacroilíacas ainda pode apresentar desafios aos especialistas, além de 
possíveis variações intra- e inter-pessoal na interpretação das imagens. Para uniformizar a descrição 
dos achados, avaliações semi-quantitativas, como a proposta pela iniciativa SPARCC4 (Spondyloar-
thritis Research Consortium of Canada), foram estabelecidas. Porém, elas ainda apresentam signifi-
cante variabilidade interobservador e grau elevado de complexidade para uso na rotina clínica.

 
  (a) Articulação normal. (b) Articulação com inflamação.

Figura 1 - Exemplos de imagens de ressonância magnética apresentando articulações sacroilíacas 
(elipse azul) normal (Figura (a)) e com inflamação (Figura (b)). Pode-se observar o aumento do sinal 
(maior brilho) ao redor das superfícies articulares das articulações sacroilíacas apresentadas na Fi-

gura (b) em relação à Figura (a).

Nesse contexto, o objetivo do trabalho aqui apresentado foi estabelecer um procedimento de clas-
sificação computadorizada das articulações sacroilíacas, baseado em atributos quantitativos extraídos 
de imagens de RM, com o objetivo de auxiliar o diagnóstico das EpA. Segundo nosso conhecimento, 
até o presente momento não encontramos na literatura trabalhos que classifiquem as articulações em 
positivas e negativas para inflamação de forma semi-automática, conforme aqui apresentado.

O restante do artigo está organizado como segue: na Seção Métodos, são apresentados os métodos 
utilizados no desenvolvimento do trabalho, como a aquisição e pré-processamento das imagens de 
RM, a segmentação das articulações sacroilíacas, a extração dos atributos quantitativos das imagens 
e os classificadores utilizados. Na Seção Resultados, os resultados obtidos são apresentados e avalia-
dos. Na seção Discussão . Por fim, o artigo é concluído na Seção 4 e os agradecimentos e referências 
apresentados nas Seções 5 e 6, respectivamente.

Métodos

Aquisição, Pré-processamento e Segmentação das Imagens – Foram utilizadas imagens de 51 
pacientes, sendo que 22 destes casosforam classificados como positivos para sacroiliíte e os demais 
29 negativos, de acordo com os critérios diagnósticos para RM do ASAS5 (Assessment of Spondy-
loArthritis international Society). As imagens foram obtidas em aparelho de 1.5T (Achieva, Philips 
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Medical Systems) usando a bobina de coluna, com os pacientes em decúbito dorsal. A sequência 
obtida para análise foi coronal ponderada em T2 com saturação de gordura (SPAIR) com seguintes 
parâmetros técnicos: TE: 60ms, TR: range 1500-3000ms, espessura de corte de 4mm e matriz de 148 
x 127, totalizando um tempo de aquisição de 3:28min para cada paciente. Foram utilizados seis cortes 
consecutivos dessas sequências para cada paciente.

Um radiologista especialista em sistema musculoesquelético realizou a segmentação manual das ar-
ticulações sacroilíacas (Figura 2). Foram identificadas e marcadas com um quadrilátero as articulações 
esquerda e direita de cada paciente. As regiões contendo as articulações foram inseridas em um fundo 
preto. O processo de segmentação manual foi realizado com a ferramenta Adobe Photoshop CC.

  
      (a) Imagem original.        (b) Marcação do radiologista.    (c) Imagem segmentada.      

Figura 2 – Processo de segmentação manual das articulações sacroiliíacas.

Extração de Atributos das Imagens – O processo de extração de atributos foi realizado nas 6 
imagens de RM segmentadas para cada paciente. Trinta e nove atributos foram extraídos de cada 
imagem, sendo 7 relativos ao histograma de níveis de cinza e 32 de textura. Cada paciente foi carac-
terizado por um vetor de atributos de 234 dimensões (6 imagens x 39 atributos). Dos 32 atributos de 
textura, 14 foram propostos por Haralick et al.6 e 18 por Tamura et al.7.

O histograma de nível de cinza representa a frequência de ocorrência de cada nível de cinza dentro da 
imagem estudada. Os atributos extraídos dos histogramas de níveis de cinza utilizados neste trabalho foram:

Média (μ) =      (1)

Desvio Padrão (dp) =      (2)

Assimetria =      (3)

Kurtosis =      (4)

Variância = ,

Coeficiente de Desvio =      (5)

Máximo =       (6)
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onde m e n se referem, respectivamente, ao número de linhas e número de colunas da imagem  
P(i,j) é o nível de cinza do pixel no ponto (i,j).

Os atributos de textura de Haralick foram calculados a partir da matriz de coocorrência de níveis 
de cinza das imagens segmentadas. A matriz de coocorrência representa a probabilidade de ocorrên-
cia de pares de pixels da imagem. Os atributos de textura que foram utilizados no trabalho e calcula-
dos a partir da matriz de coocorrência foram:

Segundo momento angular =      (6)

Contraste =      (7)

Correlação =      (8)

Variância(v) =      (9)

Momento da diferença inversa =     (10)

Média da soma = ,    (11)

Entropia da soma (es) =-     (12)

Variância da soma =     (13)

Entropia (e) =     (14)

Variância da diferença =     (15)

Entropia da diferença =     (16)

MIC 1=     (17)

MIC2 =     (18)

Coeficiente de correlação máxima =     (19)

em que MIC é a medida de informação de correlação,P(i,j) é o elemento na matriz de coocorrência, 
μx,μy são as médias, σx,σy são os desvios padrões, x,y são as dimensões da imagem e i,j é o par de nível 
de cinza.

Segundo Tamura, Mori e Yamawaki7, os atributos de Tamura correspondem a percepção visual 
humana e fornecem uma descrição da textura da imagem diferente da proposta por Haralick et al. 
As características de Tamura utilizadas no trabalho foram contraste, granularidade e direcionalidade, 
sendo esta última subdividida em 16 atributos, de acordo com as equações abaixo:
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Contraste =     (20)

Granularidade =     (21)

Direcionalidade =     (22)

onde P(i,j) e a (i,j)-tésima entrada da matriz de níveis de cinza, m e n em Granularidade são 
as dimensões da imagens e ) é o maior tamanho de vizinhança que dê o maior valor de 
saída na diferença média de pares opostos e em Direcionalidade  é o numero de pontos em 

 e n = 16. Todos os atributos foram extraídos pela biblioteca JFea-
tureLib8, baseada no projeto Lucene Image Retrieval (LIRe)9, com a linguagem de programação Java.

Classificação das Imagens e Avaliação Diagnóstica – Para realizar a classificação dos exames, 
foram utilizados métodos clássicos de aprendizado de máquina: k-nearest neighbors (KNN), naive 
bayes (NB), multilayer perceptron (MLP), árvore de decisão J48 e random forest (RF). Os classifi-
cadores estão implementados na ferramenta open source de mineração de dados Weka10 e podem ser 
descritos como se segue:

KNN: também conhecido como algoritmo de aprendizado baseado em instância, o KNN escolhe 
a classe predominante entre os k vizinhos mais próximos para classificar uma instância de teste com 
classe desconhecida. O valor de k usado nos experimentos variou de 1 a 5;

NB: classificador probabilístico baseado no teorema de Bayes;
MLP: rede neural multicamadas, onde cada camada é um classificador linear. O MLP utilizou uma 

taxa de aprendizado de 0,3 etermo de momento de 0,2;
J48: árvore de decisão que seleciona os atributos mais descritivos para classificação. O J48 é a im-

plementação em Java da árvore de decisão C4,5 e utilizou fator de confidência 0,25;
RF: constrói uma floresta de árvores de decisão geradas aleatoriamente. Nos experimentos, o RF 

utilizou 100 árvores e 8 atributos aleatoriamente.
A classificação foi realizada com uma validação cruzada estratificada 10-fold pelo software Weka. 

A precisão diagnóstica dos classificadores foi avaliada pela área sob a curva ROC (AUC - area under 
the ROC curve), sensibilidade e especificidade. Sensibilidade é a proporção de casos positivos para 
inflamação corretamente classificados, e especificidade é a proporção de casos negativos para infla-
mação corretamente classificados, de acordo com as equações:

Sensibilidade =     (23)

Especificidade =     (24)

em que VP, VN, FP e FN são os valores verdadeiro-positivos, verdadeiro-negativos, falso-positi-
vos e falso-negativos, respectivamente.

Resultados

As Tabelas 1, 2 e 3 apresentam a AUC, sensibilidade e especificidade, respectivamente, obtidas 
nos experimentos para os diferentes classificadores e categorias de atributos extraídos das imagens de 
RM. O classificador KNN é apresentado pelo valor atribuído a k.
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Tabela 1. AUC apresentada como mapa de calor e obtida por diferentes 
classificadores e categorias de atributos de imagens.

Tabela 2. Sensibilidade apresentada como mapa de calor e obtida por diferentes classificadores e 
categorias de atributos de imagens.
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Tabela 3. Especificidade apresentada como mapa de calor e obtida por diferentes classificadores e 
categorias de atributos de imagens.

De acordo com os Tabelas de 1 a 3, os 3 cenários que apresentaram melhor desempenho para 
auxílio ao diagnóstico foram MLP com todos os atributos combinados (0,915 de AUC, 0,864 de 
sensibilidade e 0,724 de especificidade), MLP com os atributos de Tamura (0,871 de AUC, 0,818 de 
sensibilidade e 0,828 de especificidade) e KNN com k igual a 4 e atributos de histograma (0,862 de 
AUC, 0,636 de sensibilidade e 0,966 de especificidade).

Discussão

Embora a MLP tenha apresentado resultados um pouco superiores, não foi verificada diferença es-
tatisticamente significativa entre estes cenários (nível de confiança de 95%). As Figuras 3 e 4 apresen-
tam as curvas ROC e os intervalos de confiança de sensibilidade e especificidade destes 3 cenários, 
respectivamente.
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Figura 3 - Curvas ROC dos cenários que apresentaram maior performance diagnóstica.

Figura 4 - Intervalos de confiança de sensibilidade e especificidade dos cenários que apresentaram 
melhor desempenho na tarefa diagnóstica.

Como observado nas Tabelas 1, 2 e 3, os atributos de histograma obtiveram maior estabilidade en-
tre os classificadores, com AUC (0,786 ± 0,057), sensibilidade (0,687 ± 0,086) e especificidade (0,782 
± 0,085), com médias superiores aos outros atributos. Além disso, o vetor de atributos de histograma 
representa apenas 18% do vetor completo com todos os atributos combinados, o que gera uma redu-
ção do custo computacional no processo de extração de características.

Entre os classificadores, a rede neural MLP obteve a maior performance diagnóstica com AUC e 
sensibilidade médias de 0,798 ± 0,111 e 0,761 ± 0,094, respectivamente. A maior especificidade foi 
obtida pelo KNN (k = 4) e valor médio de 0,863 ± 0,069.

Apesar da classificação com MLP e todos os atributos combinados ter obtido a maior performance 
diagnóstica entre todos os cenários, ela apresentou alto custo computacional para treinar o modelo de 
classificação dos casos (uma média de 12 segundos por fold e 2 minutos em uma validação cruzada 
10-fold). Em contrapartida, a classificação com KNN (k = 4) e atributos de histograma apresentou 
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performance diagnóstica estatisticamente equivalente ao cenário descrito anteriormente (Figura 4) 
e baixo custo computacional, visto que o KNN não faz uso de um modelo de treinamento de casos 
(apenas realiza a busca pelos vizinhos próximos) e o vetor de atributos é constituído por apenas 18% 
do total do espaço de características. Contudo, se o número de amostras a ser comparado pelo KNN 
for grande, o classificador levará mais tempo para definir a classe de um caso desconhecido e o custo 
computacional será maior do que o de uma rede neural MLP.

Conclusão

Este trabalho propôs um método para classificação de atividade inflamatória de articulações sa-
croilíacas em imagens de ressonância magnética. Foram avaliados atributos de histograma, textura de 
Haralick e de Tamura para a caracterização das articulações e métodos de aprendizado de máquina 
para a classificação dos casos. Os resultados obtidos indicam que o processamento computadori-
zado implementado possui bom potencial como base para o desenvolvimento de uma ferramenta 
de auxílio ao diagnóstico de processo inflamatório de articulações sacroilíacas de pacientes com 
espondiloartrites.

O trabalho, porém apresenta algumas limitações, como por exemplo, o processo de segmentação 
das imagens, que demanda tempo do especialista. Com o intuito de superar essa limitação, propomos 
para trabalhos futuros a segmentação automática das articulações sacroilíacas e a validação clínica da 
classificação computadorizada como ferramenta de auxílio ao diagnóstico da sacroiliite inflamatória.
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