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INTELIGÊNCIA ARTIFICIAL E DIAGNÓSTICO POR 
IMAGEM – O FUTURO CHEGOU?

ARTIFICIAL INTELLIGENCE AND DIAGNOSTIC IMAGING — HAS THE FUTURE COME?

RESUMO
Na nova era da Medicina de Precisão, a inteligência artificial (IA) - um conjunto de 

sistemas e programas que permitem às máquinas serem capazes de executar tarefas 
que habitualmente exigiriam a participação humana - emerge como ferramenta capaz 
de criar novas maneiras de analisar as imagens médicas além dos parâmetros morfoló-
gicos convencionais. Embora ainda não estejam completamente disponíveis para o uso 
clínico, essa nova abordagem tem grande potencial de aplicação na prática clínica e de 
pesquisa médica. A discussão dos conceitos básicos, potenciais aplicações e limitações 
das novas técnicas de IA no diagnóstico por imagem é importante para a interpretação 
adequada do potencial efeito que essa tecnologia teria na medicina, contrapondo-se à 
excessiva ansiedade despertada por abordagens superficiais e apressadas. Este artigo 
tem por objetivo apresentar uma visão equilibrada e atual sobre o tema, com especial 
foco no presente e no futuro da imagenologia cardíaca.

Descritores: Inteligência Artificial, Aprendizado de Máquina, Aprendizado Profundo, 
Informática Médica, Medicina de Precisão. 

ABSTRACT
In the new era of Precision Medicine, artificial intelligence (AI) - a set of systems and pro-

grams that enable machines to be able to perform cognitive tasks that would usually require 
human participation emerges as a tool that can create new ways of analyzing images beyond 
the conventional morphological parameters. Although not yet ready for clinical use, these tools 
have a potential effect on clinical and research practice. The discussion of the basic concepts, 
potential applications and limitations of new AI techniques in imaging diagnosis is important for 
a balanced interpretation of their results, as opposed to the excessive anxiety recently observed 
among professionals dealing with the subject. In this brief article, we aim to take a balanced 
and attentive look on this subject, with special focus on the horizon of modern cardiac imaging.

Keyworkds: Artificial Intelligence, Machine Learning, Deep Learning, Medical informatics, 
Precision Medicine.
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INTRODUÇÃO 
O desenvolvimento tecnológico das últimas décadas 

tem exercido impacto também na prática médica e, conse-
quentemente, gerado grandes expectativas em relação às 
mudanças potenciais que muitas das novas técnicas possam 
ter no processo de diagnóstico e manejo dos pacientes. Na 
nova era da Medicina de precisão – um emergente modelo 
de abordagem médica que foca na variabilidade individual 
do código genético, interação do paciente com o ambiente e 
seu estilo de vida,1  a inteligência artificial (IA) emerge como 
uma promissora estratégia para aumentar a eficácia dos 
tratamentos, a partir da análise de complexos bancos de 
dados que procuram conter a maior quantidade possível de 
dados de grandes grupos populacionais (big data). 

Das diferentes especialidades médicas, o diagnóstico 
por imagem parece ser uma das que mais pode passar por 

modificações decorrentes das novas tecnologias. Alguns au-
tores advogam o fato de que as novas ferramentas permitirão 
reconhecer padrões de imagem complexos, não passíveis de 
identificação pela análise visual convencional, combinando 
também dados anatômicos e funcionais. Dessa forma, o diag-
nóstico pode ser feito de modo mais precoce e preciso e dados 
semelhantes podem tornar melhor a avaliação da resposta indi-
vidual ao tratamento empregado, bem como melhorar a seleção 
de pacientes para modalidades específicas de intervenção.2 

A despeito dos potenciais benefícios que a IA pode trazer 
para a prática médica, ela também gera ansiedade decorrente, 
em grande parte, de abordagens que antecipam de modo 
muito negativo, o efeito que esta nova tecnologia teria no 
mercado de trabalho.3 Neste artigo procuramos trazer uma 
discussão objetiva do papel atual e das potenciais aplicações 
da IA na prática do diagnóstico por imagem cardíaca. 
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CONCEITOS BASICOS
Entende-se IA como um ramo da ciência da computa-

ção que usa ferramentas e programas que permitem que 
máquinas executem tarefas cognitivas que normalmente 
exigiriam inteligência humana.4 Nesse processo, denomina-se 
aprendizado de máquina - machine learning (ML) - a técnica 
que permite a computadores aprender automaticamente a 
partir da análise sofisticada de grandes volumes de dados, 
sem necessitarem de programas específicos para este fim.2 
Tal processo de aprendizagem pode ser feito de forma su-
pervisionada, quando anotações feitas por humanos são 
combinadas com os resultados obtidos com o algoritmo, ou 
não supervisionada, quando os dados de treinamento não 
são influenciadas pelos registros feitos por seres humanos.5 

Os algoritmos de ML podem ser interconectados de modo 
hierárquico, formando redes neurais complexas em uma classe 
de algoritmos denominada aprendizagem profunda - deep 
learning (DL). (Figura 1) Essas redes neurais podem conter de 
milhares a milhões de nós (ou neurônios) conectados, organiza-
dos em camadas, geralmente classificados em nós de entrada, 
ocultos ou de saída. Cada nó recebe informações de distintos 
padrões de outros nós, aprimorando a análise dos dados, com 
o objetivo de maximizar o número de respostas corretas para 
diferentes testes, configurando aleatoriamente a ponderação e 
as entradas em cada elemento do sistema. Diferentes combina-
ções são testadas milhares ou milhões de vezes e o algoritmo 
inicial ajusta-se, de modo a melhorar a performance do modelo 
e aprimorar as soluções para cada problema – ou questão clínica 
- proposta. Como regra geral, quanto mais camadas tem a rede 
(ou mais profunda ela é) e quanto mais rodadas de treinamento 
e teste são realizadas, melhor é o resultado obtido.4,5

APLICAÇÕES CLÍNICAS: PRESENTE 
E FUTURO

Ferramentas de IA podem ser úteis na medida em que 
contemplem necessidades não atendidas no fluxo de trabalho 
atual ou aperfeiçoem soluções existentes.5 Nesse contexto, 
tais aplicações são especialmente úteis por sua capacidade 
de complementar ou adicionar informações relevantes no 
processo de decisão clínica, e poderiam, de modo rápido e 
efetivo, separar exames normais e não normais (Figura 2).5 
Em um cenário de triagem, a IA pode ser útil na identificação 
rápida e eficaz de achados associados a doenças específicas, 

como por exemplo, no screening de câncer de pulmão a partir 
da detecção de nódulos pulmonares.5 Em outro cenário, ferra-
mentas de IA podem ser aplicadas em subgrupos de pacientes 
selecionados pelo radiologista que, de alguma forma, necessitem 
de avaliações complementares, como, por exemplo, na análise 
de critérios de vulnerabilidade de placas ateroscleróticas.

Atualmente, existem basicamente quatro áreas principais 
onde a IA vem sendo implementada na assistência médica: 
detecção assistida por computador, diagnóstico assistido por 
computador, ferramentas de análise quantitativa e suporte 
à decisão clínica; todas com potencial de mudar drastica-
mente a corrente prática radiológica. A detecção assistida 
por computador foi a primeira das aplicações clínicas de IA 
básica em radiologia4 e foi seguida por uma explosão de 
estudos centrados na interpretação de diversos achados. 
Estudos iniciais focados em oncologia obtiveram excelentes 
resultados com a segmentação e classificação de diferentes 
lesões e, mais recentemente, incluíram a predição de fatores 
prognósticos e de resposta terapêutica.6

Na área mais específica da imagem cardíaca, as primeiras 
aplicações das ferramentas de IA basearam-se na mensuração 
quantitativa automatizada de parâmetros anatômicos (como 
estenoses e dilatações vasculares) e funcionais (como fração 
de ejeção ventricular), anteriormente realizados manualmente 
e muitas vezes considerados trabalhosos, lentos e tediosos.3 
Aplicações mais recentes e em célere desenvolvimento incluem 
a predição de isquemia miocárdica a partir da análise automa-
tizada da Reserva de Fluxo Fracionado (FFR) coronariano por 
Tomografia Computadorizada (TC),7 a identificação de placas 
vulneráveis por angio-TC8 e o desenvolvimento de algoritmos 
de reconstrução automática e análise da qualidade de imagens 
com DL.9 O uso potencial das ferramentas de IA estende-se 
também à ecocardiografia e incluem a avaliação funcional 
automatizada das câmaras cardíacas (incluindo fração de 
ejeção e strain longitudinal), a quantificação de anomalias de 
contratilidade segmentar e o reconhecimento das estruturas 
do coração com as técnicas de DL.10 No Brasil, estudos pio-
neiros com IA em imagem cardíaca contemplaram desde a 
identificação de marcadores prognósticos em cardiomiopatias 
com técnicas de ML11 até a avaliação funcional ventricular 
automatizada com ferramentas de DL.12

Outras aplicações das ferramentas de IA na busca de 
novas maneiras de analisar as imagens, além dos parâmetros 
morfológicos convencionais, são:

Inteligência artificial (IA)
Qualquer técnica ou sistema que permita os computadores 

imitarem o comportamento humano
(sentir, raciocinar, agir e adaptar)

Machine learning (ML)
Técnica usada para dar à inteligência 

artificial a capacidade de aprender

Deep learning (ML)
Classe de algoritmos 
de machine learning 

caracterizada pelo uso de 
redes neurais complexas

Figura 1. Conceitos básicos de inteligência artificial (IA), machine learning 
(ML) e deep learning (DL).

Figura 2. Inteligência artificial (IA) no fluxo de trabalho em diagnóstico 
por imagem.
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Radiomics (ou radiômica, em português) corresponde à 
extração e análise das distintas características quantitativas 
aferidas por uma das modalidades convencionais de imagem 
(tomografia computadorizada, ressonância magnética ou PE-
T-TC, por exemplo) e sua correlação com vários parâmetros 
potencialmente associados, incluindo desfechos clínicos, dados 
anatomopatológicos e de resposta terapêutica.13 Em termos bá-
sicos, radiomics se fundamenta na análise textural das imagens, 
avaliando a heterogeneidade de uma área de interesse e a distri-
buição de pixels ou níveis de cinza de cada voxel,14 quantificando 
diferentes variáveis de difícil caracterização pela análise visual 
convencional.13 Para tal fim, uma área de interesse é inicialmente 
selecionada e segmentada (manualmente, automaticamente ou 
semiautomaticamente) dentro da imagem, de onde um programa 
de computador extrai inúmeros dados quantitativos os quais 
serão processados a partir de modelos estatísticos preditivos e 
prognósticos. Essa miríade de  dados é então analisada a partir 
de uma questão clínica específica, como por exemplo a histologia 
de um tumor,15 a distinção entre tecidos benignos e malignos,16 
a composição de placas ateroscleróticas,8 ou a avaliação de 
resposta terapêutica.17-19 As informações quantitativas deriva-
das das imagem são denominadas features, que podem ser 
avaliados e agrupados de maneiras diferentes, incluindo desde 
caracteres morfológicos (como forma, localização das lesões, 
vascularização e presença de necrose) até dados matemáticos 
mais complexos como construção de histogramas (represen-
tação gráfica em colunas ou em barras de uma determinada 
distribuição de frequências) e avaliação quantitativa de novos 
conceitos como aleatoriedade e entropia.13 Inteligência artificial e 
machine learning são ferramentas centrais na avaliação desses 
features e no potencial uso clínico que estas informações terão. 

O conceito de radiogenomics emergiu como uma tentativa 
de explorar a correlação entre características de imagem e a 
expressão gênica dessas amostras, cuja análise direta é ainda 
limitada por custos elevados e por disponibilidade limitada, a 
partir de características qualitativas e/ou quantitativas das ima-
gens obtidas.20,21 Para tal fim, características de imagem qualita-
tivas e/ou quantitativas são extraídas (features por radiomics) e 
correlacionadas com os perfis genéticos do tecido analisado.20 
O desenvolvimento de ferramentas de perfil radiogenômico de 
alta qualidade e reprodutibilidade tem um grande potencial 
para incrementar o papel dos biomarcadores de imagem, 
particularmente em oncologia. Como exemplo prático, alguns 
estudos publicados recentemente têm sugerido correlações 
relevantes entre determinados features extraídos por radiomics 
com a existência de mutações no câncer colorretal,22 pulmonar23 
e de mama,24 muitas vezes com importante valor prognóstico. 
Mais especificamente no câncer de pulmão, alguns estudos 
com radiogenomics mostraram bons resultados na predição 
da resposta tumoral à radioterapia25 e a alguns quimioterápicos 
específicos.18 Estes resultados ainda necessitam de valição 
clínica antes de serem inplementados rotineiramente.

É importante salientar aqui que radiomics e radiogeno-
mics não são sinônimos ou termos intercambiáveis e que, 
no contexto diagnóstico, radiogenomics apenas propõe 
correlações entre características radiológicas e a expressão 
molecular dos tumores, não necessariamente causais, e não 
deve substituir a análise genômica tecidual pelos métodos 
convencionais.23 No entanto, como análise adicional, radioge-
nomics pode complementar os achados histopatológicos em 

um futuro próximo, minimizando erros relacionados à amos-
tragem ou à variabilidade interobservador desses achados.23

Estudos recentes têm proposto o uso de ferramentas de 
IA na escolha de protocolos de aquisição personalizados, com 
otimização da dose e estimativa da suscetibilidade individual 
dos pacientes para minimizar os riscos relacionados à radiação 
empregada.4 Depois da aquisição, algoritmos de DL têm sido 
usados na reconstrução de imagens para reduzir os artefatos de 
degradação de imagens e melhorar a qualidade das mesmas.26 
Recentemente, estudos utilizando ML propuseram a incorpo-
ração de ferramentas de IA no fluxo de trabalho priorizando 
exames com achados críticos e integrando automaticamente 
estes resultados aos prontuários dos pacientes.27

LIMITAÇÕES, DESAFIOS E PERSPECTIVAS
Apesar dos resultados encorajadores das evidências 

disponíveis, muitos aperfeiçoamentos ainda são necessários 
antes de se propor as implementações das ferramentas de 
IA na rotina clínica. A metodologia de muitos dos recentes 
estudos difere significativamente, sendo que alguns deles 
usaram correções matemáticas que podem resultar em resul-
tados excessivamente otimistas, muitas vezes sem validação 
externa.3 Outras limitações incluem as frequentes variações de 
protocolos de aquisição (o que pode reduzir a robustez dos 
dados), bem como a diversidade das metodologias utilizadas 
para extração de features e na interpretação dos modelos 
estatísticos em diferentes estudos.3,28 Consequentemente, 
mais estudos são necessários para validar o potencial dessas 
técnicas, preferencialmente com amostras maiores, utilizan-
do big data e com metodologia e validação consistentes.3 
Os desafios futuros incluem ainda a proposição de um pro-
tocolo padrão de aquisição das imagens e de processos de 
segmentação reprodutíveis3,23 que permitam a colaboração 
interinstitucional e a construção de grandes bases de dados.

Mais recentemente, muito tem se discutido sobre os 
mecanismos regulatórios e questões de responsabilidade 
médico-legal envolvendo IA na assistência médica. As prin-
cipais sociedades médicas do mundo têm considerado que 
qualquer software de IA deva estar sujeito à mesma forma 
e padrão de regulação que qualquer produto ou dispositi-
vo médico,4 conforme previsto por entidades como o FDA 
(Food and Drug Administration) e a Anvisa (Agência Nacional de 
Vigilância Sanitária). As responsabilidades médico-legais são 
ainda mais complexas e envolvem questões polêmicas ainda 
em aberto, especialmente quando relacionadas a diagnósticos 
equivocados. É preciso lembrar que sistemas de IA são cons-
truções matemáticas e, dessa forma, podem eventualmente 
conter erros ou mesmo serem usadas de maneira abusiva.4 
Como parte humana desse processo, é nosso desafio discutir 
e, se possível, antecipar desvios da nossa primordial finalida-
de: a melhor assistência possível para os nossos pacientes, 
propondo ações protetoras para eventuais problemas futuros.29

CONCLUSÃO
Na nova era da medicina de precisão, diferentes abor-

dagens diagnósticas utilizando IA podem, em um futuro 
próximo, mudar dramaticamente a nossa prática clínica e 
de pesquisa. Embora ainda não  estejam prontas para o uso 
clínico, devemos estar conscientes dos conceitos básicos, 
potenciais aplicações e limitações dessas novas técnicas 
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para analisarmos de modo crítico os seus resultados.  
Não devemos entender a IA como um ameaça ou uma 

estratégia de substituição do nosso trabalho, mas sim como 
uma oportunidade de incrementarmos a eficiência e preci-
são do nosso papel em uma assistência personalizada aos 
nossos pacientes, com otimização dos fluxos de trabalho e 
integração de dados diagnósticos, preditivos e prognósticos. 
Nesse processo, o debate das muitas questões relacionadas 
a esses temas deve ser extensivamente estimulado em novas 
publicações científicas, encontros médicos multidisciplinares 
e, sobretudo, na formação acadêmica de novos profissionais. 

Por fim, acreditamos que todo o conhecimento clínico e fi-
siopatológico adquirido ao longo da nossa formação e carreira 

continuará vital para o uso e a interpretação balanceada da 
miríade de novos dados gerados por essas ferramentas.30 
Recentemente, o célebre escritor peruano Mario Vargas 
Llosa, prêmio Nobel de literatura em 2010, afirmou que nada 
nos defende tanto contra a automatização da vida quanto a 
cultura e o espírito crítico.31 Tais capacidades intrinsecamente 
humanas as máquinas dificilmente possuirão. 
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