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RESUMO

Buttura JR. Avaliação do microambiente tumoral em adenocarcinomas

gástricos a partir de dados de expressão gênica. [Tese]. São Paulo; Fun-

dação Antônio Prudente; 2021.

O câncer gástrico (CG) tem grande importância clínica devido a suas altas taxas

de incidência e mortalidade estando entre os cinco tipos de câncer mais frequen-

tes no mundo. O CG encontra-se associado ao diagnóstico tardio, que, somado a

agressividade da doença, resulta em sobrevida mediana curta. A principal forma

de tratamento é a cirurgia em conjunto com a quimioterapia. Mais recentemente,

o tratamento com imunoterpia foi aprovado para casos de CG avançado metastá-

tico. O CG é usualmente classificado nos subtipos histológicos difuso e intestinal,

porém, devido à sua alta heterogeneidade genética, pode ser também classifi-

cado em quatro subtipos moleculares (CIN, MSI, GS e EBV). Ambos aspectos

de classificação estão associados a diferentes prognósticos e taxas de sobrevida,

mas ainda não são suficientes para direcionar ou predizer quais pacientes respon-

dem melhor a uma ou outra terapia. Neste contexto, outro fator relacionado à

patogênese da doença, resposta a tratamento e prognóstico é o contexto imuno-

lógico do microambiente tumoral, como a composição e orientação funcional das

células do infiltrado inflamatório associado ao tumor. Por meio de um método

analítico de deconvolução aplicado a dados de expressão gênica é possível estimar

a proporção de diferentes tipos celulares, além de seus aspectos funcionais. Neste

trabalho, foi feito um levantamento das ferramentas e listas de genes marcadores

de células imunes a fim de definir qual teria a melhor performance na estimação

da proporção de células imunes em amostras de CG. Não observamos diferenças

na composição do infiltrado inflamatório entre os subtipos histológios; já entre

os subtipos moleculares de CG as proporções de linfóctios T CD8 se destacaram



como maiores nos subtipos EBV e MSI, por exemplo. Foi então proposta uma

classificação baseada em assinaturas mutacionais que conseguiu resgatar pacien-

tes que apresentaram melhor prognóstico. O contexto imunológico nos pacientes

com alta atividade mutacional (S4) apresentou elementos de que ser mais res-

ponsivo com maior expressão de genes associados à resposta imune citotóxica e

do mecanismo de escape pelos checkpoints imunes. Além disso, há indícios de

que há formação das estruturas terciárias de linfócitos pela correlação entre as

quantidades estimadas de linfócitos T e B. Já o grupo com baixa atividade da as-

sinatura (S4), associado a um pior prognóstico, apresentou maiores quantidades

de linfócitos Treg. A avaliação global do microambiente tumoral, seus aspectos

moleculares e imunológicos, proporciona dados mais infomativos para estratifi-

cação dos pacientes quanto ao prognóstico e podem ser utilizadas em breve na

prática clínica para direcionamento terapêutico.

Descritores: Adenocarcinoma gástrico. Microambiente tumoral. Infiltrado in-

flamatório. Assinaturas mutacionais. Imunoterapia. Prognóstico.



ABSTRACT

Buttura JR. [Evaluation of the tumor microenvironment in gastric ade-

nocarcinomas using gene expression data]. [tese]. São Paulo; Fundação

Antonio Prudente; 2021.

Gastric cancer (GC) has great clinical importance due to its high incidence and

mortality rates, being among the five most frequent types of cancer in the world.

GC is associated with late diagnosis which, added to the aggressiveness of the

disease, results in a short median survival. The main form of treatment is surgery

in conjunction with chemotherapy. Recently, immunotherapy treatment has been

approved for advanced metastatic GC. GC is usually classified into diffuse and

intestinal histological subtypes, however, due to its high genetic heterogeneity,

it can also be classified into four molecular subtypes (CIN, MSI, GS and EBV).

Both classification are associated with different prognosis and survival rates, but

they are still not sufficient to direct or predict which patients respond better to

one or another therapy. In this context, another factor related to the pathoge-

nesis of the disease, response to treatment and prognosis is the immunological

context of the tumor microenvironment, such as the composition and functional

orientation of the cells of the inflammatory infiltrate associated with the tumor.

Through an analytical method of deconvolution applied to gene expression data,

it is possible to estimate the proportion of different cell types, in addition to their

functional aspects. In this work, the tools and lists of immune cell marker genes

were surveyed in order to define which one would perform better in estimating

the proportion of immune cells in GC samples. We did not observe differences in

the composition of the inflammatory infiltrate between the histological subtypes;

among the CG molecular subtypes, the proportions of T CD8 lymphocytes stood

out as higher in the EBV and MSI subtypes, for example. A classification based



on mutational signatures was then proposed, which managed to rescue patients

with a better prognosis. The immunological context in these patients with high

mutational activity (S4) showed elements of being more responsive with grea-

ter expression of genes associated with the cytotoxic immune response and the

escape mechanism by immune checkpoints. In addition, there is evidence that

there is formation of tertiary lymphocyte structures by the correlation between

the estimated amounts of T and B lymphocytes. The group with low mutational

signature activity (S4), on the other hand, associated with a worse prognosis,

had higher amounts of Treg lymphocytes. The global assessment of the tumor

microenvironment, its molecular and immunological aspects, provides more in-

formative data for stratifying patients regarding prognosis and may soon be used

in clinical practice for therapeutic guidance.

Keywords: Gastric cancer. Tumoral microenvironment. Inflammatory infil-

trate. Mutational signatures. Immunotherapy. Prognostic.
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1

1 INTRODUÇÃO

1.1 ASPECTOS IMUNOLÓGICOS DO CÂNCER

1.1.1 Bases da imuno oncologia

O sistema imunológico é composto por células e moléculas cujo principal

objetivo é reconhecer, conter e eliminar organismos, incluindo células estranhas,

que ameaçam o equilíbrio dinâmico entre a morte e a proliferação celular, de

acordo com a demanda funcional. Qualquer estímulo que quebre este equilíbrio

promove adaptações celulares que podem ser reversíveis ou progredir para irrever-

sibilidade levando à morte celular exacerbada (lesão tecidual) ou transformação

celular (malignidade).

Didaticamente, o sistema imunológico pode ser entendido como resposta

do tipo inata e do tipo adaptativa de acordo com uma resposta mais rápida,

pronta e inespecífica, no primeiro caso, ou mais lenta e específica, no segundo caso.

Estes tipos de resposta estão associadas a diferentes tipos celulares que podem

ser também divididos basicamente nas linhagens mielóide e linfóide (Figura 1).

Em geral, as células da linhagem mielóide participam da resposta imune

inata, que está de certa forma associada também a processos da inflamação aguda.

Os granulócitos (neutrófilos, basófilos, mastócitos, eosinófilos), principalmente os

neutrófilos, e os fagócitos, macrófagos teciduais e monócitos recrutados da circula-

ção, são as primeiras células que agem contra um agente injuriante, neutralizando

e promovendo a fagocitose e digestão de microorganismos ou células alteradas. A

resposta inata reconhece padrões e inicialmente contribui para aumentar a circu-

lação sanguínea no local, atrair mais células inflamatórias e capturar antígenos

para formação da resposta adaptativa.

Na resposta adaptativa ou adquirida, os linfócitos T e B são os responsáveis

pela resposta específica contra antígenos do tipo celular e humoral (anticorpos),
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Figura 1 – Principais subtipos de células imunológicas. Os tipos básicos de
células imunológicas da linhagem mielóide são os monócitos presentes na circulação e que nos
tecidos se diferenciam em macrófagos; células dendríticas, e granulócitos: neutrófilos, basófilos,
mastócitos e eosinófilos. Os subtipos básicos de células da linhagem linfóide são os linfócitos B
e T e as células Natural Killer (NK)). Imagem própria.

respectivamente. Quando, na inflamação aguda, as células da imunidade inata

não são suficientes para eliminar o agente agressor, forma-se um ambiente infla-

matório crônico no qual tem-se mais infiltrado de característica linfóide, além da

ativação de vias de reparo tecidual. Os mecanismos de reparo são importantes

na resolução da inflamação, com participação de células estromais, como fibro-

blastos, que auxiliam a cicatrização do tecido e restabelecimento da homeostasia.

Segundo Rudolph Virchow, “câncer são feridas que não cicatrizam” (Whi-

teside 2008) e estão associados a um microambiente típico de inflamação crônica

(Giraldo et al. 2015; Whiteside 2008). O estabelecimento de um tumor acontece

quando há um desequilíbrio entre a taxa de proliferação celular e morte celular.

No processo de carcinogênese, diversos fatores injuriantes (biológicos, físicos e/ou

químicos) causam lesão celular e contribuem para a instalação de um microam-

biente inflamatório. Somado a isso, há o acúmulo de mutações nas células que

auxiliam na transformação celular. As principais marcas do câncer então são cé-

lulas tumorais que diferem de células do tecido normal adjacente pela sua maior

capacidade de proliferação celular, resistência à morte celular e capacidade de
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invasão de tecidos adjacentes (Hanahan e Weinberg 2000).

Em 2011, esta lista de marcas do câncer foi atualizada incluindo o contexto

imunológico como importante fator no processo de carcinogênese e prognóstico do

câncer (Figura 2). A inflamação crônica associada ao câncer pode ter uma função

pró tumoral na medida que contribui com moléculas bioativas no microambiente

tumoral, incluindo fatores de crescimento que sustentam sinais proliferativos,

fatores de sobrevida que diminuem a morte celular, fatores pró angiogênicos e

enzimas de matriz extracelular, que facilitam angiogênese, invasão e metástase,

além de sinais que podem levar a transição epitélio mesênquima (Hanahan e

Weinberg 2011).

Fonte: Hanahan e Weinberg (2011).

Figura 2 – Hallmarks do câncer. Em 2011 a lista das características assoaciadas a
carcinogênese foram atualizadas incluindo, além dos aspectos relacionados a apoptose, fatores de
crescimento, angiogênese e invasão tecidual, os aspectos relacionados ao papel da instabilidade
genômica, metabolismo celular, resposta imunológica e inflamação como fatores importantes do
microambiente tumoral.

Por outro lado, a presença do infiltrado inflamatório no sítio tumoral in-

dica que o hospedeiro não está alheio à presença do tumor, que a vigilância

imunológica detecta algo estranho e há ou houve tentativas de controlar a pro-
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gressão do tumor (Whiteside 2008). Como as células tumorais são, em parte,

estranhas ao organismo, há ativação do sistema imunológico com recrutamento

dessas células imunes para o sítio tumoral em resposta às disfunções associadas

às células tumorais e a mediadores inflamatórios produzidos no microambiente

tumoral, como aqueles produzidos devido à hipóxia, lesão tecidual ou infecções.

Um microambiente tumoral então é formado, composto por células tumorais,

infiltrado inflamatório e células do estroma (fibroblastos e células endoteliais,

principalmente) que interagem entre si e ditam a relação tumor-hospedeiro.

A interação entre sistema imunológico e tumor envolve um processo de edi-

ção imunológica que consiste em três fases: eliminação, equilíbrio e escape (Wang

et al. 2016). Na primeira fase, células imunes eliminam células tumorais pelo re-

conhecimento de antígenos estranhos; porém, devido a heterogeneidade tumoral

algumas células neoplásicas podem sobreviver, caracterizando a segunda fase, de

equilíbrio, na qual o percentual de células destruídas pelo sistema imune é con-

trabalanceado pelo número de células que adquirem novos mecanismos de escape

imunológico. Na última fase, os mecanismos de escape superam a capacidade do

sistema imune de reagir contra e eliminar as células tumorais, e as células resis-

tentes iniciam um processo de proliferação e possível metástase, representando a

fase de escape do tumor (Wang et al. 2016). Em todas essas etapas, o infiltrado

imune está presente tentando eliminar as células transformadas, mas também

contribuindo para inflamação crônica discutida anteriormente.

Em geral, os tumores são diagnosticados já na fase de escape com um

microambiente tumoral que apresenta características de tolerância imunológica e

exaustão das células imunes efetoras como:

∙ ignorância dos linfócitos T às células tumorais, por exemplo pela diminuição

da expressão de moléculas HLA;

∙ ativação de mecanismos de tolerância ou inibição da resposta imunológica,

como citocinas imunossupressoras e polarização de fenótipos celulares su-
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pressores (como macrófagos associados ao tumor – tumor-associated ma-

crophages, TAM; células mielóides supressoras - myeloid-derived suppressor

cells, MDSC; células T reguladoras, Treg); e

∙ resistência das células tumorais por meio da expressão de proteínas de check-

point imune, que inibem a resposta imunológica, como PD-L1 ou -2, CTLA-

4, TIM-3, LAG3 e galectina-9 (Wang et al. 2016).

Esse aspecto de escape imune também foi incluído na lista das marcas

do câncer em 2011, seguindo a lógica de que o sistema imunológico está sempre

em vigilância. Nesse contexto, a progressão de um tumor sólido relaciona-se a

sua capacidade de evasão (escape imunológico) ao evitar os vários mecanismos de

detecção do sistema imune ou de limitar sua ação efetora (Hanahan e Weinberg

2011).

As interações dinâmicas no microambiente tumoral, que dependem das

vias oncogênicas que promoveram o tumor, apresentam diferenças na composi-

ção, densidade e organização do infiltrado resultando em diferentes mecanismos

de escape tumoral (Becht et al. 2016; Wang et al. 2016; Gajewski et al. 2013;

Whiteside 2008). Segundo Becht et al. (2016) os tumores podem ser divididos em

três tipos: inflamatório (relacionado à resposta imune inata; pior prognóstico),

imunogênico (relacionado ação de linfócitos; melhor prognóstico) e negligenci-

ado/ignorado imunologicamente (escaping tumor) (prognóstico intermediário).

Estes tipos informam sobre as características do microambiente tumoral e ativa-

ção da resposta imunológica antitumoral presente (Becht et al. 2016).

Gajewski et al. (2013), por sua vez, definiram dois imunofenótipos tu-

morais: um relacionado a infiltrado de células T, e outro sem este infiltrado,

caracterizado por um perfil de células mielóides. No primeiro caso, o infiltrado

de linfócitos T caracteriza uma resposta espontânea do hospedeiro contra o tu-

mor, com amplo painel de citocinas e interferons do tipo I; este fenótipo está

associado ao melhor prognóstico. No segundo caso, o estroma e células mielóides,
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como os macrófagos, apresentam expressão aumentada de fatores angiogênicos

e imunossupressores, estando associado a pior prognóstico e menor resposta à

imunoterapia (Gajewski et al. 2013).

É importante ressaltar que a simples presença de infiltrado inflamatório

não pode ser associada diretamente ao melhor prognóstico e sobrevida do pa-

ciente (Whiteside 2008), uma vez que esta relação depende da composição e

orientação funcional das células componentes deste infiltrado. Por exemplo, um

infiltrado caracterizado em sua maioria por linfócitos, já foi associado a melhor

taxa de resposta ou melhor prognóstico em vários tipos de tumores como color-

retal, mama, renal, melanoma, ovário, próstata, pulmão, fígado, esôfago, bexiga

e mesmo estômago (Zuo et al. 2020; Zhang et al. 2019a; Ye et al. 2019; Becht

et al. 2016; Giraldo et al. 2015; Gajewski et al. 2013). No entanto esta relação

não se mantém quando o infiltrado de células T é composto em sua maioria por

células T CD4+Foxp3+, também chamadas de células T reguladoras (Treg), que

são células com atividade reguladora e imunossupressora, ou seja, auxiliam na

progressão do tumor inibindo atividade de outras células efetoras (Becht et al.

2016; Giraldo et al. 2015; Whiteside 2008).

Outro caso semelhante, é quando há linfócitos T citotóxicos (T CD8+)

presentes, porém estes são anérgicos, ou seja, não funcionais devido inibição da

sua ativação contra o tumor no microambiente tumoral (Wang et al. 2016; Ga-

jewski et al. 2013). Por outro lado, quando o infiltrado é rico em linfócitos e

há formação de “estrutura terciária de linfócitos” (tertiary lymphoid structure,

TLS), que é a organização de linfócitos T e B em zonas e agregados peri tumoral

(semelhantes aos órgãos linfoides secundários), esta composição e organização re-

presentam uma estrutura ativa de resposta antitumoral, e está associada a bons

prognósticos (Becht et al. 2016; Giraldo et al. 2015).

Portanto, a composição de células do infiltrado inflamatório é a princípio

uma resposta do hospedeiro contra o tumor, mas também tem um papel chave

no crescimento do tumor, processo de angiogênese e progressão tumoral (Stock-
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mann et al. 2014). De importância, a diversidade dos componentes inflamatórios

encontra-se associada à resposta ao tratamento e ao desfecho clínico do paciente

(Becht et al. 2016; Wang et al. 2016; Gajewski et al. 2013; Whiteside 2008).

1.1.2 Avaliação do perfil imunológico

O contexto imunológico do microambiente tumoral tem impacto clínico

(??Zhang et al. 2019a; Ye et al. 2019; Becht et al. 2016; Tang et al. 2016;

Fridman et al. 2012). Um dos motivos que estimularam os estudos de avaliação

do contexto imunológico associado ao prognóstico em câncer foi a observação

de pacientes com câncer colorretal e mesmo estadiamento clínico (TNM) que

apresentaram diferentes desfechos. Havia a necessidade de classificar os pacientes

de forma melhor em relação ao prognóstico e predizer resposta à terapia (Galon

et al. 2012; Galon et al. 2006). Foi observado então que a caracterização do

infiltrado de células imunológicas (localização, densidade e tipo celular) mostrou-

se como melhor preditor de sobrevida (Galon et al. 2012; Galon et al. 2006).

Em 2012, foi proposta uma nova classificação considerando os aspectos

imunológicos do tumor (TNM-Immune ou TNM-I) por meio da utilização da

ferramenta Immunoscore (Galon et al. 2012). Essa ferramenta propõe uma

métrica do contexto imunológico baseada na avaliação de aspectos determinantes

da resposta imune, como a análise da composição de linfócitos, localização e

densidade dessas células no microambiente tumoral. Considerando a importância

do contexto imunológico em câncer, como fator preditor de repossta a terapia, o

Immunoscore poderia auxiliar na escolha de estratégias terapêuticas e predizer

prognóstico, além de auxiliar no desenvolvimento de novas técnicas de tratamento

(Becht et al. 2016; Giraldo et al. 2015; Gajewski et al. 2013; Galon et al. 2012).

Desde então, um consórcio foi formado com objetivo de fazer essa classificação

ser aplicada na prática clínica (Angell et al. 2020; Bruni et al. 2020; Galon e

Lanzi 2020; Liu et al. 2018). A discussão ainda é atual e tem como base estudos

que apontaram para relevante valor prognóstico e preditivo de resposta a terapia
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utilizando a classificação pelo Immunoscore, atualmente baseado em técnicas de

imunohistoquímica e patologia digital.

Em 2017, baseado na primeira versão do Immunscore, outra estratégia

mais completa de estudar o contexto imunológico e sua relação prognóstica foi

proposta com um score obtido a partir do Immunophenoscore (Charoentong et

al. 2017). A diferença entre as duas versões, propostas pelo mesmo grupo, é que

no Immunophenoscore foi incluída avaliação dos checkpoint imunes, genes HLA

e outros efetores associados a resposta imune citotóxica (Figura 3). Este score

funciona como um preditor de resposta a tratamento com inibidores de check-

point imunes (como anti-PD-1 e anti-CTLA-4) ao considerar as informações dos

aspectos de imunogenicidade em tumores sólidos como infiltrado de células imu-

nes efetoras e reguladoras, maquinaria de apresentação de antígenos e expressão

de checkpoints imunes (Charoentong et al. 2017). Os resultados encontrados com

este score reforçaram a importância do contexto imunológico na conduta clínica.

Em seguida, considerando a estratégia de integrar métodos de imunogenô-

mica para classificar o microambiente tumoral, Thorsson et al. (2018) definiram

6 subtipos tumorais imunes (C1 a C6). Estes subtipos tumorais foram defini-

dos considerando 5 conjuntos de genes relacionados a respostas de: cicatrização

(would healing), interferon gama, inflamatória, depleção de linfócitos e silencia-

mento imunológico (Figura 4). Por meio de métodos de análise de enriquecimento,

a maior ou menor expressão desses conjuntos de genes direcionou a classificação

nos seis subtipos imunes aplicados em vários tipos tumorais (Thorsson et al.

2018).

Avaliando os diferentes tipos tumorais, cada um dos seis subtipos imunes

apresentou particularidades comuns em relação à fração de leucócitos, taxa de

proliferação, heterogeneidade intratumoral e composição de infiltrado inflamató-

rio (Figura 5). Esta foi uma tentativa de integrar informações clínicas, mole-

culares e imunes considerando diferentes tipos de tumores a fim de direcionar

o prognóstico de uma forma unificada. De importância, este estudo endossa a
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Fonte: Charoentong et al. (2017).

Figura 3 – Immunophenoscore. A análise pelo Immunophenoscore utiliza como base
dados de RNA-seq e resulta em um score baseado em determinantes da imunogenicidade do
tumor: composição e enriquecimento do infiltrado de linfócitos (tumor infiltrating lymphocytes,
TILs), antígenos tumorais (neoantígenos e antígenos aberrantes CGA - cancer germline anti-
gen), heterogeneidade tumoral, imunofenótipos, definidos pela associação entre o infiltrado de
linfócitos e genes HLA e inibidores ou esimuladores da resposta imunológica.

Fonte: Thorsson et al. (2018).

Figura 4 – Subtipos imunes (C1-6). Subtipo C1 (vermelho): would healing; C2 (ama-
relo): interferon gama dominante; C3 (verde): inflamatório ; C4 (azul claro): depleção de
linfócitos; C5 (azul escuro): silenciamento imunológico; C6 (rosa): TGF-beta dominante.
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aplicação de uma perspectiva imunológica como meio de avaliação prognóstica

(Thorsson et al. 2018).

Fonte: Thorsson et al. (2018).

Figura 5 – Composição do infiltrado de células imunes nos subtipos imunes
(C1-6).

A abordagem de análise de enriquecimento também foi aplicada por Aran

et al. (2017) com o método xCell. Utilizando dados de expressão gênica de célu-

las puras obtidos por microarray e por RNA-Seq, foi definida uma assinatura de

genes marcadores utilizada para análise de enriquecimento, ajustada para com-

paração linear de tipos de células. O método foi validado por meio de análises

in silico e comparação com imunofenotipagem por citometria. xCell resulta em

uma avaliação da composição de mais de 30 subtipos de células imunológicas,

inclusive progenitoras, e células do estroma, totalizando 64 subtipos celulares

avaliados (Figura 6). A desvantagem deste método é que os scores gerados para

os diferentes tipos celulares não são comparáveis entre si, fazendo com que se

perca a noção de composição do infiltrado inter amostra.

Como mencionado anteriormente, estudar a interação entre a resposta

imunológica no ambiente tumoral envolve conhecer os aspectos moleculares e

celulares considerando as células tumorais, estroma e composição do infiltrado
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Fonte: Aran et al. (2017).

Figura 6 – Ferramenta xCell. (a) Bancos de dados utilizados como referência da ferra-
menta xCell, (b) tipos celulares considerados e (c) método de construção da ferramenta.
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tumoral, incluindo sua heterogeneidade, composição e os aspectos funcionais.

Considerando que cada tipo e subtipo tumoral possui uma diversidade na com-

posição de infiltrado de células imunes já instalada no microambiente tumoral, é

esperado que estratégias de tratamento mais personalizadas possam ser tomadas.

Em conjunto com as ferramentas já citadas, uma abordagem mais com-

pleta de avaliação desse contexto compreende na aplicação de métodos analíticos

de deconvolução capaz de estimar a proporção de diferentes tipos celulares com

base em um painel de genes e os respectivos níveis de expressão gênica (Shen-Orr e

Gaujoux 2013). Esta abordagem assume que um conjunto de genes apresenta ati-

vidade transcricional em células específicas. Diante dessa premissa, a abordagem

utiliza uma assinatura com expressão gênica esperada obtidas de células puras a

fim de extrair as proporções das respectivas células em amostras misturadas de

acordo com a equação:

𝐴11𝑋1 + 𝐴12𝑋2 + ...𝐴1𝑗𝑋𝑗 = 𝐵1

𝐴21𝑋1 + 𝐴22𝑋2 + ...𝐴2𝑗𝑋𝑗 = 𝐵2

...

𝐴𝑖1𝑋1 + 𝐴𝑖2𝑋2 + ...𝐴𝑖𝑗𝑋𝑗 = 𝐵𝑗

𝐴𝑋 = 𝐵

O somatório da expressão de um gene de cada célula “A” vezes sua pro-

porção “X” na amostra resulta no valor de expressão “B” encontrado na amostra

(mistura). O resultado da análise por deconvolução é então uma matriz contendo

as proporções de cada célula por amostra cujo somatório é 1 (ou 100%).

Os primeiros algoritmos de deconvolução foram desenvolvidos para estimar

a proporção de subtipos de células circulantes (amostras de sangue total), e não

microambiente tumoral. Além disso, os dados de expressão gênica eram baseados
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na tecnologia de microarray (Gaujoux e Seoighe 2013; Gong et al. 2011; Abbas et

al. 2009; Abbas et al. 2005). Desde meados de 2015 (Li et al. 2017; Newman et

al. 2015), vários algoritmos de deconvolução tem sido criados a fim de adaptar sua

utilização com base em dados de RNA-Seq e estimar as proporções de amostras

teciduais. Além da maior profundidade da tecnologia de sequenciamento de nova

geração (NGS), as amostras teciduais possuem células normais, células tumorais e

do estroma, sendo que as células imunes compreendem apenas uma porcentagem

das células nessa mistura.

Ainda não existe uma estratégia consolidada para avaliação do contexto

imune do câncer. Os estudos na área imuno-oncologia cresceram consideravel-

mente nos últimos anos a fim de firmar um conhecimento sólido que possa ser

efetivamente aplicado na clínica, como a efetiva caracterização de uma assinatura

imune com sensibilidade e relevância prognóstica. Assim, a caracterização global

do contexto imunológico do microambiente tumoral e seus valores prognósticos

e/ou preditivos ainda são um desafio.

1.2 CONTEXTO MUTACIONAL EM CÂNCER

1.2.1 Assinaturas mutacionais

Os cânceres surgem devido a um acúmulo de mutações em um subcon-

junto de genes que conferem vantagem de crescimento às células, favorecendo a

transformação das células normais em neoplásicas por meio da inibição de vias de

morte celular, além de todas as demais marcas do câncer descritas por Hanahan e

Weinberg (2011) (Figura 2). Essas mutações podem ocorrer durante a replicação

do DNA ou através da exposição a mutagênicos exógenos ou endógenos (Yates e

Campbell 2012; Greenman et al. 2007).

Inicialmente, os estudos na área de oncologia focaram na definição dessas

mutações com objetivo de direcionar terapias alvos, realizar o diagnóstico diferen-

cial de subtipos tumorais ou relacionar com prognóstico. No entanto, o genoma
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tumoral compreende um acúmulo de muitas outras mutações (passengers) que,

mesmo não influenciando diretamente o processo de carcinogênese, contribuem

para a heterogeneidade tumoral e informam sobre a biologia do câncer em um

contexto evolutivo (Helleday et al. 2014).

Os padrões de mutações que ocorrem no genoma do câncer refletem sobre

quais processos mutacionais as células foram expostas. Os processos mutacionais

podem ser endógenos ou exógenos e envolvem componentes de dano ou modi-

ficação de DNA, reparo de DNA e replicação de DNA (que pode ser normal

ou anormal). Tais processos geram um espectro mutacional com alterações que

podem ser mutações de base única, inserções, deleções, alteração do número de

cópias (CNV), rearranjos e substituições. O perfil mutacional presente no genoma

tumoral é um reflexo da ação de diferentes processos mutacionais, de acordo com

o tempo e intensidade de exposição a estes processos (Figura 7).

As mutações de base única (SNV, single nucleotide variation) são as mais

comuns (Stratton et al. 2009) no genoma humano. As possibilidades de tro-

cas de bases são seis: C:G>A:T, C:G>G:C, C:G>T:A, T:A>A:T, T:A>C:G e

T:A>G:C. Considerando uma base adjacente, antes e depois, de cada uma dessas

possíveis trocas, soma-se um total de 96 trincas de possibilidades mutacionais.

Considerando todo o conjunto de mutações somáticas de base única no genoma

de um tumor, é possível avaliar a frequência de cada uma dessas trincas, cujas

combinações refletem assinaturas mutacionais que são resultantes dos processos

mutacionais individuais que estão ativos no tumor, ou seja, informam sobre os

mecanismos mutacionais ativos naquele tumor, que participaram da sua forma-

ção.

Os estudos de assinaturas mutacionais iniciaram em meados 2012 quando

Nik-Zainal et al. (2012), com base nessas 96 trincas de possíveis substituições

de base, utilizaram uma generalização do método NMF (Non-negative Matrix

Factorization) para avaliar as diferentes combinações e frequências destas trocas.

Considerando 21 genomas tumorais de pacientes com câncer de mama, foram
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Fonte: https://cancer.sanger.ac.uk/signatures/

Figura 7 – Assinaturas mutacionais como junção de vários processos mutaci-
onais. Cada processo mutacional de diferentes etiologias estão atuando no câncer e originando
mutações (trocas) características no DNA das células tumorais. Quando vistas em conjunto, a
coleção de mutações caracteriza cada assinatura mutacional mais ou menos ativa no tumor.
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encontradas 5 assinaturas mutacionais denominadas como A, B, C D e E (Figura

8). O que define cada assinatura é justamente as diferentes frequências de cada

troca e as combinações entre elas. É importante ressaltar que todas as assinaturas

podem estar presentes no genoma tumoral, variando em frequência, ou exposição.

Fonte: Nik-Zainal et al. (2012)

Figura 8 – Primeiras assinaturas mutacionais identificadas em câncer de
mama. A assinatura A tem maior frequência de trocas no contexto C>T e C>A; assinatura
B caracterizada por trocas C>A, C>G e C>T; e destaque também para assinatura E com
trocas no contexto C>G.

Além da caracterização dessas 5 assinaturas mutacionais em câncer de

mama, foi possível associar fatores etiológicos, ou seja, quais os aspectos gerado-

res daquele perfil mutacional. Por exemplo, a assinatura A associou-se ao processo

mutacional de desaminação espontânea de 5-metilcitosina, cujas substituições ca-
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racterísticas deste processo são as trocas no contexto C>T principalmente (Figura

8).

O repertório de assinaturas mutacionais tem sido expandido desde pelo

grupo de Alexandrov e colaboradores por meio de uma análise ampla de cerca

de SNVs provenientes de tumores primários disponíveis no TCGA e em outros

bancos. Além da detecção de diferentes assinaturas, a definição de suas etiologia

e caracterização da exposição em cada um dos subtipos tumorais (Figura 9)

formaram o banco de dados de assinaturas mutacionais no COSMIC 1. Em março

deste ano (2021), uma nova versão de assinaturas mutacionais foi publicada,

atualizando o banco de dados do COSMIC para versão 3.2 que compreende quase

100 assinaturas mutacionais de substituições de base única (SBS), entre outras

de substituições duplas (DBS) e assinaturas de pequenas inserções/deleções (ID)

(Alexandrov et al. 2020).

Entre as etiologias conhecidas estão os processos associados à idade (desa-

minação espontânea de 5-metilcitosina), falha em mecanismos de reparo de DNA,

ação de enzimas da família APOBEC (Apolipoprotein B mRNA Editing Enzyme

Catalytic Polypeptide-like), tabagismo, radiação UV (ultravioleta), exposição a

quimioterápicos, entre outros (Alexandrov et al. 2020). Estes últimos caracte-

rizam processos exógenos, pela exposição a fatores mutagênicos como o tabaco,

quimioterápicos e radiação.

O processo mutacional associado a idade, que caracteriza a primeira assi-

natura mutacional identificada, é observada em todos os subtipos tumorais (assi-

natura A no estudo de Nik-Zainal et al. (2012) (Figura 8); assinatura 1 (Figura 9)

ou SBS1, como conhecida atualmente) e pode ser considerado como um dos prin-

cipais processos endógenos não patológicos. Outros processos endógenos são as

falhas nos mecanismos de reparo do DNA e ação de enzimas da família APOBEC.

Os processos mutacionais endógenos possuem importante papel na instabilidade

genômica, facilitando a ocorrência de mutações ou a não correção destas, que por
1 https://cancer.sanger.ac.uk/cosmic/signatures
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Fonte: https://cancer.sanger.ac.uk/signatures/signatures_v2/

Figura 9 – Distribuição das 30 assinaturas mutacionais por subtipo tumoral.
Matriz de assinaturas da versão 2 do COSMIC. A assinaturas eram denominadas Signatures
1-30 e consideravam apenas mutações pontuais (Alexandrov et al. 2015).

sua vez, como já comentado, auxiliam no processo de carcinogênese, aumentando

as chances de alterações em genes drivers.

A atividade de enzimas APOBEC consiste na edição de DNA e pode

ser induzida em resposta a infecções virais, por exemplo. A desregulação desta

função pode ser um mecanismo de oncogênese associado a vírus, como sugerido

para EBV em câncer gástrico (Bobrovnitchaia et al. 2020) e HPV em câncer

cervical e câncer de cabeça e pescoço (Revathidevi et al. 2021; Cannataro et al.

2019). No contexto das assinaturas mutacionais, as assinaturas SBS2 e SBS13

estão associadas à atividade de APOBEC (Alexandrov et al. 2020).

Estudos mais recentes associaram as assinaturas mutacionais ao fator prog-

nóstico de câncer (Wang et al. 2018; Ma et al. 2018). Apesar de alguns estudos

considerarem apenas a alta carga mutacional como um fator associado com me-

lhor prognóstico ou resposta a certos tratamento, como a imunoterapia, outros
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apontam para tipos específicos de mutações como mais eficazes na predição de

resposta à imunoterápicos (Hugo et al. 2016; Smid et al. 2016). Considerando

as assinaturas relacionadas a APOBEC, por exemplo, Wang et al. (2018) obser-

varam estas assinaturas como marcadora e preditiva de resposta à imunoterapia

em tumores de pulmão de células não-pequenas (Wang et al. 2018).

1.2.2 Mecanismos de reparo

Outro tipo de processo mutacional endógeno é aquele associado à falha dos

mecanismos de reparo do DNA. Encontram-se bem documentados pelo menos seis

tipos de vias de reparo que são ativadas em cenários específicos para minimizar

os danos ao DNA (Tabela 1) (Torgovnick e Schumacher 2015).

Tabela 1 – Mecanismos de reparo do DNA

Mecanismos de reparo Cenário
Base Excision Repair (BER) Lesões oxidativas (espécies reati-

vas de oxigênio)
Nucleotide Excision Repair (NER) Distorção da dupla hélice de DNA

(radiação UV)
Mismatch Repair (MMR) Erros de replicação
Single Strand Break Repair (SSBR) Quebras de fita simples (radiação

ionizante, espécies reativas de oxi-
gênio)

Homologous Recombination Repair
(HRR)

Quebras da fita dupla (radiação
ionizante, espécies reativas de oxi-
gênio)

A importância dos mecanismos de reparo do DNA é destacada pela exis-

tência de muitas condições clínicas e síndromes causadas por defeitos nos genes

dessas vias (Ma et al. 2018; Torgovnick e Schumacher 2015). Por exemplo,

defeitos no mecanismo NER podem causar o xeroderma pigmentoso (doença au-

tossômica recessiva) e defeitos nos genes ATM e ATR, relacionados ás lesões

de fita simples e dupla, estão associados a ataxia-telangiectasia, uma doença de

imunodeficiência primária de herança recessiva. Por outro lado, quando não a

disfunção desses genes não afeta ambas cópias, o que acontece é uma predispo-
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sição a diferentes tipos de câncer. Falhas na via NER predispõe ao câncer de

pele; mutações no gene ATM aumentam o risco de câncer de mama, colorretal

e de estômago (Thompson et al. 2005; Paglia et al. 2009); mutações nos genes

BRCA1 e BRCA2, da via HRR, predispõe ao câncer de mama e ovário (Davies

et al. 2017).

Mesmo as mutações nos genes de mecanismos de reparo do DNA esta-

rem associadas a predisposição ao câncer e portanto constituir o evento inicial

para transformação celular, após estabelecido, esses mecanismos também podem

indicar uma fraqueza do tumor uma vez que, o gene mutado é frequentemente

necessário para a célula cancerosa manter sua própria sobrevivência (Furgason e

Bahassi 2013). Em outras palavras, as alterações destas vias podem ser utiliza-

das como marcadores de um determinado fenótipo ou mesmo ser utilizadas como

alvos de terapia.

Semelhante a APOBEC, muitas assinaturas mutacionais já foram associa-

das aos defeitos nos mecanismos de reparo ao DNA e podem ser utilizadas como

fatores prognósticos. Por exemplo, a assinatura mutacional SBS3 (antiga CS-3) já

foi associada a mutações nos genes BRCA1/BRCA2 (genes do mecanismo HRR)

e também observada como preditora da resposta ao tratamento com inibidores

de PARP (Davies et al. 2017; Van Hoeck et al. 2019). Pacientes com falhas nos

mecanismos NER, que possuem mutações no gene ERCC2 (perfil com assinatura

mutacional SBS5 ou SBS8 (Van Hoeck et al. 2019)), também podem ser mais

sensíveis a certos tratamentos (Kim et al. 2016; Jager et al. 2019) e pacientes

com falha na via BER (assinaturas SBS18 ou SBS30) podem ser beneficiados com

imunoterapia (Volkov et al. 2019).

Outro importante mecanismo de reparo do DNA com pelo menos quatro

assinaturas mutacionais associadas é o MMR, relacionado às assinaturas 6,15, 20

e 26. O mecanismo MMR age nas correções de mutações que ocorrem durante

a replicação celular, e por isso, considerando que uma das marcas do câncer é a

proliferação celular, a falha neste mecanismo tem grande importância na predis-
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posição ao câncer. A falha no mecanismo de MMR está associada à síndrome de

Lynch e é um fator de risco para câncer gastrointestinal (estômago e colorretal),

endometrial e diversos outros subtipos (Sehgal et al. 2014). Geralmente muta-

ções inativadoras nos genes da via MMR também estão associadas ao fenótipo

tumoral de instabilidade de microssatélites (MSI) (Boland e Goel 2010).

Microssatélites são sequências repetitivas e curtas de DNA, distribuídas

difusamente pelo genoma humano (Leung et al. 2000). O fenótipo MSI está

associado a falha no mecanismo de MMR, pois sendo uma região repetitiva, o

acúmulo de erros durante a replicação, como inserções ou deleções de algumas

bases dessas sequências acontece em alta frequência, uma vez que não podem ser

corrigidos (Arzimanoglou et al. 1998; Fang et al. 2012). Um dos métodos de

detecção de MSI é por meio da imunohistoquímica de quatro proteínas da via

MMR (MSH2, MSH6, MLH1 e PMS2) (Boland et al. 1998).

Outra forma de avaliar este fenótipo e a falha no mecanismo de MMR

é por meio do perfil hipermutado que pode ser mensurado pela quantidade de

mutações no genoma tumoral, por meio do Tumor Mutation Burden (TMB). No

entanto, a definição de um ponto de corte não é bem estabelecida neste caso

(Samstein et al. 2019). De qualquer forma, identificar este cenário de falha

no mecanismo de MMR é promissor considerando que pacientes com este perfil

podem ser beneficiados com imunoterapia. Alguns estudos já demonstraram que

tumores (glioblastomas, gastrointestinais, endometrial e de próstata) com falha

em MMR são mais responsivos a tratamento com anti-PD1 (Abida et al. 2019;

Reichert et al. 2019; Le et al. 2017). Além da resposta à terapia, a relevância

clínica deste perfil molecular é bem estabelecida em câncer colorretal associado

ao melhor prognóstico (Buckowitz et al. 2005; Benatti et al. 2005).

Uma das características que podem explicar o melhor prognóstico desses

subtipos tumorais é que a grande quantidade de mutações está diretamente re-

lacionada a maior quantidade de neoantígenos. Neoantígenos são definidos como

novos antígenos produzidos por mutações não sinônimas, ou seja, mutações que
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alteram a proteína final sintetizada. Estes novos antígenos podem ser mais fa-

cilmente reconhecidos como estranhos pelo nosso sistema imunológico. De fato,

tumores associados a falha no mecanismo de MMR parecem induzir respostas

inflamatórias mais expressivas (Maby et al. 2021; Zhang et al. 2021; Wang et al.

2016).

1.3 CÂNCER GÁSTRICO

1.3.1 Epidemiologia

O câncer gástrico (CG) é o quinto tipo mais frequente de câncer e o quarto

com maior taxa de mortalidade no mundo. É esperado mais de 1 milhão de novos

casos e uma estimativa de quase 770 mil óbitos em 2020 2. Embora tenha sido

observada uma queda na incidência global de CG desde a década de 1980, devido

às melhorias no armazenamento de alimentos e controle da infecção por Helico-

bacter pylori (H. pylori), as taxas de mortalidade se mantiveram relativamente

constantes (em torno de 8-10% de óbitos por câncer) (Bray et al. 2018; Torre et

al. 2015; Ferlay et al. 2010; Parkin et al. 2005).

Além da diminuição na incidência de CG (do mais incidente antes de

1975 ao quinto mais incidente em 2020) (Bray et al. 2018), é possível observar

que houve também uma mudança nas características epidemiológicas e incidência

geográfica de CG, sendo que atualmente países em desenvolvimento concentram

a maioria dos casos. Além disso, o gênero e lugar de moradia influenciam o

número de casos de CG, sendo 16 vezes mais alta entre homens chineses quando

comparado ao acometimento em mulheres da América do Norte ou da maioria

dos países africanos. Além dos países asiáticos, a incidência de CG é mais alta

em países da América do Sul e Leste Europeu (Torre et al. 2015) e, de forma

geral, está associada com a idade avançada, sendo mais prevalente em pacientes

com idade por volta dos 60-70 anos.
2 https://gco.iarc.fr/today/home
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A mudança geográfica no perfil epidemiológico da doença, dos países mais

desenvolvidos para os em desenvolvimento, também vem sendo acompanhada por

alterações na distribuição da localização do tumor primário na anatomia do estô-

mago. Há um aumento expressivo nos tumores que surgem na proximidade da

transição esôfago-gástrica, também chamada cárdia ou região proximal, em detri-

mento dos tumores da porção distal (fundo) do estômago (Anderson et al. 2010).

Essas mudanças provavelmente ocorreram devido a dinâmica dos elementos car-

cinogênicos envolvidos na tumorigênese do CG, sendo que os tumores de região

distal do estômago estão associados à infecção crônica por H. pylori (que teve sua

prevalência diminuída) enquanto que os tumores proximais estariam relacionados

à obesidade e dieta rica em sal (Bray et al. 2018).

No Brasil, CG aparece em terceiro lugar na incidência entre os homens e

em quinto entre as mulheres 3, com variações de acordo com a região do país. A

maior incidência de CG no Brasil ocorre nas regiões Norte e Nordeste, onde o CG

é o segundo e terceiro tipo de câncer mais incidente em homens, respectivamente

(Ministério da Saúde e Instituto Nacional de Câncer José Alencar Gomes da Silva

(INCA) 2019; Ministério da Saúde e Instituto Nacional de Câncer José Alencar

Gomes da Silva (INCA) 2017; Ministério da Saúde e Instituto Nacional de Câncer

José Alencar Gomes da Silva (INCA) 2015). Segundo o INCA, a estimativa de

novos casos para cada ano do triênio 2020-2022 foi de 21.230, sendo 13.360 casos

novos de câncer de estômago entre homens e 7.870 nas mulheres, e o número de

mortes em 2018 foi de 14.761, sendo 9.387 em homens e 5.374 mulheres (Ministério

da Saúde e Instituto Nacional de Câncer José Alencar Gomes da Silva (INCA)

2019) 3.

1.3.2 Aspectos clínicos e moleculares

O câncer gástrico é um tumor sólido caracterizado por complexas intera-

ções genéticas e ambientais. Classicamente, a infecção por H. pylori, obesidade,
3 https://www.inca.gov.br/tipos-de-cancer/cancer-de-estomago
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refluxo gastroesofágico e tabagismo são os principais agentes conhecidos na sua

oncogênese. Há fatores genéticos de risco que são herdáveis, porém, a maioria dos

fatores genéticos associados ao CG são adquiridos ao longo da vida e não ocor-

rem de forma isolada, mas são cumulativos ao longo do processo de carcinogênese

(Lordick e Janjigian 2016; McLean e El-Omar 2014), o que também caracteriza o

CG como uma doença altamente heterogênea. Outros fatores de risco associados

ao CG são consumo de bebidas alcoólicas, dieta rica em sal e gorduras, baixo con-

sumo de frutas e vegetais, anemia perniciosa e doenças crônicas gástricas (entre

elas, algumas síndromes hereditárias) (Wadhwa et al. 2013).

O H. pylori é considerado como carcinógeno tipo 1 segundo a Organização

Mundial de Saúde (OMS), podendo aumentar o risco de desenvolver CG de até

6X. Porém, há baixa penetrância considerando que menos de 1% das pessoas

infectadas desenvolvem CG. Isso significa que a inter-relação entre os fatores

virulentos do patógeno e a predisposição genética do indivíduo são determinantes

para desenvolvimento de CG (Lordick e Janjigian 2016). Ainda assim, a infecção

por H. pylori é considerado importante fator de risco visto que contribui para

instalação de quadro de inflamação crônica no tecido gástrico além de promover

modulações epigenéticas e produzir oncogenes, como CagA, que podem induzir

transformação das células gástricas por meio de diversas vias (Wadhwa et al.

2013). Além de H. pylori, o CG também pode ser associado com infecção por

Epstein-Barr vírus (EBV) (Lordick e Janjigian 2016).

A forma histológica predominante do CG é o adenocarcinoma gástrico

(AdG), responsável por aproximadamente 95% dos casos. Existem diferentes ti-

pos de classificação de AdGs: considerando seus (a) aspectos histológicos que, por

sua vez, é a classificação mais utilizada na prática clínica e, mais recentemente,

(b) aspectos moleculares, que caracterizam a alta heterogeneidade genética do

CG (Cristescu et al. 2015; Li et al. 2016). A classificação histológica clássica

de Lauren (1965) (Lordick e Janjigian 2016; McLean e El-Omar 2014; Wadhwa

et al. 2013), subdivide os AdGs em dois subtipos principais: difuso e intestinal,
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além dos subtipos mistos e indeterminados (não-classificáveis).

O subtipo intestinal caracteriza-se por células tumorais que se arranjam

em estruturas tubulares ou similares às de glândulas, além de haver limitado

conteúdo estromal. A carcinogênese do subtipo intestinal está relacionada à pro-

gressão sistemática a partir de estágios pré-neoplásicos, com a evolução progres-

siva de alterações pré-malignas como gastrite atrófica, evoluindo para metaplasia

intestinal e displasia, envolvendo inflamação crônica e geralmente associada à

infecção por H. pylori. O subtipo difuso, por sua vez, caracteriza-se por célu-

las pouco diferenciadas ou indiferenciadas intercaladas com células do estroma.

A carcinogênese do subtipo difuso estaria relacionada a processos de perda de

adesão celular, células em anel de sinete e sem infecção por H. pylori (Lordick

e Janjigian 2016; McLean e El-Omar 2014; Wadhwa et al. 2013; PDQ Adult

Treatment Editorial Board 2002).

A classificação molecular proposta pelo grupo do The Cancer Genome

Atlas (TCGA) considera a grande complexidade mutacional, cariotípica e de ex-

pressão gênica/proteica, além de instabilidades cromossômicas e de microssaté-

lites (Bass et al. 2014). A caracterização de 295 amostras de AdGs (TCGA)

definiu que o CG não é uma entidade única e pode ser subdividida em 4 grupos

(Figura 10) denominados EBV (Epstein-Barr vírus), MSI (MicroSatellite Insta-

bility), CIN (Chromosomal Instability) e GS (Genomically Stable) Figura 10).

O subtipo denominado EBV ( 9% dos casos) está associado à infecção por

Epstein-Barr vírus, caracteriza-se por hipermetilação genômica, maior tendência

de ocorrência no fundo ou corpo gástrico (62%, p=0,02) e 80% dos casos carre-

gam mutação em PIK3CA. O subtipo denominado como MSI ( 22% dos casos) foi

mais frequente em pacientes com idade mais avançada (72 anos, p=5x10-5), apre-

senta hipermetilação (padrão distinto do subtipo EBV) e altas taxas de mutação

somática nos genes PIK3CA (42%), ERBB3 (26%) e ambos (12%). O subtipo

denominado CIN ( 50% dos casos) caracteriza-se por aneuploidia e amplificação

de genes de receptores tirosina quinase (RTK), principalmente ERBB2 (HER2)
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Fonte: Adaptado de: Lordick e Janjigian (2016)

Figura 10 – Subtipos moleculares de câncer gástrico de acordo com The
Cancer Genome Atlas (TCGA). O câncer gástrico pode ser classificado em 4 tipos
considerando seus aspectos moleculares de acordo com estudo do TCGA (Bass et al. 2014). Os
aspectos moleculares consideram padrão de metilação, mutações somáticas, expressão gênica,
e infecção por EBV. GE: gastro esofágico; CIMP: CpG island methylation phenotype; CIN:
chromossome instability; GS: genomically stable; MSI: microsatellite instability.

(24%) e VEGFR2. Esses três casos estão mais associados ao subtipo histológico

intestinal.

Finalmente, o subtipo GS (aproximadamente 20% dos casos), que foi mais

frequente em pacientes mais jovens (59 anos, p=4x10−7) e predominante no sub-

tipo histológico difuso (40/55 = 73%, p=8x10−7); não apresenta aneuploidias,

altas taxas de mutação ou hipermetilação. Cerca de 30% do subtipo GS apresen-

tam novas alterações nos componentes de sinalização da via Rho (gene RHOA

ou fusão com genes de proteínas ativadoras GTPase) (Bass et al. 2014; Li et al.

2016; Lordick e Janjigian 2016) 4.

A maioria dos casos de AdGs ocorre esporadicamente, sendo que até 3%

dos casos estão relacionados às síndromes hereditárias e variantes genéticas de

origem germinativa (Lordick e Janjigian 2016; McLean e El-Omar 2014). Entre
4 https://cancergenome.nih.gov/cancersselected/stomachcancer
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as principais mutações germinativas associadas a casos de CG familiar estão alte-

rações nos genes CDH1, PLCE1 e PSCA, este último associado ao subtipo difuso

(Wadhwa et al. 2013). Adicionalmente, algumas síndromes associadas ao câncer

hereditário são:

∙ HDGC (Hereditary Diffuse Gastric Cancer), de caráter autossômico do-

minante caracterizado por mutação com perda de função em CDH1 (que

codifica E-caderina) ou CTNNA1 (E-catenina);

∙ GAPPS (Gastric Adenocarcinoma and Proximal Polyposis of the Stomach);

∙ HNPCC (Hereditary Nonpolyposis Colon Cancer) ou Síndrome de Lynch,

que aumenta o risco de AdG subtipo intestinal de 2 a 19X, geralmente

associado a mutações em genes relacionados a reparação de DNA da via

MMR, como MSH2 e MLH1 ;

∙ Síndrome de Li-Fraumeni, que possui mutação germinativa em TP53 ;

∙ Síndrome Peutz-Jeghers, devido às alterações encontradas no gene STK11

que regula a via de mTOR, importante na diferenciação e ativação de lin-

fócitos T; e

∙ Polipose Adenomatosa Familiar, caracterizada por mutação no gene APC,

que aumenta o risco de transformação maligna (McLean e El-Omar 2014).

O CG é considerado uma doença altamente heterogênea com diferentes

entidades histológicas e moleculares reconhecidas. O processo de tumorigênese

está baseado no acúmulo de diferentes anormalidades genéticas que desregula as

vias de sinalização celular e altera o perfil de interação entre as células (como

do tumor com próprio hospedeiro). Sendo assim, a capacidade de resposta an-

titumoral também é variável entre os pacientes, o que influencia diretamente o

prognóstico e a resposta à terapia.
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Com isso, nesse contexto, além da caracterização histológica e molecular

do tumor, a caracterização do infiltrado inflamatório e do perfil de resposta imu-

nológica presente no microambiente tumoral, todos são fatores que devem ser

integrados e considerados a fim de auxiliar no entendimento da relação tumor-

hospedeiro, podendo contribuir na resolução dos desafios ainda existentes relaci-

onados ao CG.

1.3.3 Prognóstico e tratamento

O mal prognóstico do CG está intimamente relacionado ao diagnóstico

tardio de uma doença sem sintomas de alerta nas fases precoces. Na época do

diagnóstico, a maioria dos pacientes apresenta queixas incaracterísticas, como

náusea, alteração de apetite, perda de peso e dor abdominal, que podem passar

despercebidas e não serem consideradas suspeitas dessa neoplasia. Assim, a do-

ença é descoberta já em fase avançada, quando as chances de cura são baixas ou

mesmo inexistentes 5.

Um dos maiores desafios em oncologia é estratifcar os pacientes de forma

eficiente no que tange a resposta à terapia e prognóstico. Em câncer gástrico,

os subtipos histológicos de Lauren, classificação comumente utilizada na prática

clínica, estão relacionados ao prognóstico, no sentido de que o subtipo intestinal

geralmente apresenta sobrevida global e sobrevida livre de doença mais longa do

que o subtipo difuso. Tendo como base uma coorte coorte asiática, o prognóstico

associado ao subtipo intestinal também é melhor do que aquele associado ao

subtipo misto (Chen et al. 2016) (Figura 11). Outra variável clínica associada ao

prognóstico em câncer gástrico é o sítio anatômico do tumor. Em geral, tumores

gástricos mais distais têm sobrevida mais longa (Figura 12) (Zhao et al. 2016).

De importância, a principal característica clínica que se apresenta como

importante fator preditor em câncer gástrico é o estadiamento. Incluisive, as

relações prognósticas observadas para os subtipos histológicos e sítio tumoral são
5 https://www.inca.gov.br/tipos-de-cancer/cancer-de-estomago
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Fonte: Chen et al. (2016)

Figura 11 – Sobrevida global e livre de doença entre os subtipos histológicos
de Lauren em coorte chinesa. O subtipo intestinal apresenta melhor (A) sobrevida global
e (B) livre de doença do que os subtipos difuso e misto; teste de log-rank p<0,001.

minimizadas quando é considerado o estadiamento da doença. Pode-se observar

diferença no prognóstico entre os subtipos histológicos apenas no estágio inicial

(Figura 13). Já para o sítio anatômico, nenhuma diferença é obervada quando

considerado o estadiamento (Figura 11 e 12).

Considerando a diversidade molecular em câncer gástrico, mesmo com

essas variáveis clínicas relevantes, ainda restam dúvidas sobre como estratiicar

melhhor os pacientes em relação ao prognóstico, além de relacionar a melhor

estratégia terapêutica.

O principal tratamento utilizado para doença não metastática é a cirurgia,

retirando parte ou todo o estômago, além de linfonodos próximos, sendo esta

considerada estratégia associada como a melhor chance de cura. A radioterapia

e a quimioterapia (terapias convencionais) são consideradas como tratamentos

secundários que podem complementar a cirurgia 6.

Outro tratamento importante para CG é o medicamento trastuzumabe que

pode ser associado à quimioterapia no tratamento da doença metastática, cujo
6 https://www.inca.gov.br/tipos-de-cancer/cancer-de-estomago
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(a) Cárdia e não cárdia

(b) Cárdia e não cárdia por estadiamento

Fonte: Zhao et al. (2016)

Figura 12 – Sobrevida global associda a tumores gástricos localizados na
cárdia e não cárdia. (a) Tumores localizados na cárdia estão associados a pior sobrevida
global quando comparados àqueles localizados na cárdia. (b) Do ponto de vista de estadiamento,
estágios mais precoces apresentam sobrevida global melhor independente do sítio anatômico do
tumor; teste log-rank p>0,05.
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Fonte: Chen et al. (2016)

Figura 13 – Sobrevida global entre os subtipos histológicos de Lauren em
coorte chinesa por estadiamento. Não há diferença significativa entre os subtipos
intestinal e difuso para os estágio II e III; teste de log-rank p>0,05.

alvo é a proteína HER2, a qual está altamente expressa nas células tumorais em

cerca de 22% dos casos (Lordick e Janjigian 2016; McLean e El-Omar 2014).

Mais recentemente, outro medicamento, o ramucirumabe, que tem como alvo

a proteína VEGFR2, associada a processos de angiogênese, foi incorporada às

opções para o tratamento da doença metastática. Além de não serem indicados

para todos os pacientes, o desenvolvimento de resistência ao tratamento, devido,

por exemplo, a heterogeneidade tumoral, limita a duração da resposta (Lordick

e Janjigian 2016).

Além das abordagens discutidas acima, a imunoterapia representa uma

nova opção de tratamento para os pacientes com câncer gástrico avançado ou

metastático. Mais recentemente, a utilização como tratamento de primeira linha,

combinado com quimioterapia, foi aprovado no FDA (FDA a; Chao ; Staff ).

Em 2020, foi aprovado o tratamento de primeira linha de pacientes com câncer

colorretal irressecável ou metastático com instabilidade de microssatélites (MSI-

H) ou com deficiência mecanismo de reparo (dMMR) sem a combinação com

quimioterapia (FDA b).

Diante desta nova abordagem de tratamento, entender a composição do
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infiltrado inflamatório no microambiente tumoral tem se mostrado importante.

Foi observado que nas entidades EBV e MSI, associados ao subtipo histológico

intestinal, há forte assinatura imunológica com infiltrado inflamatório do tipo

linfóide abundante, devido provavelmente ao caráter mais imunogênico destes

subtipos, seja pela inflamação induzida pela infecção, no caso de EBV, seja pela

alta taxa mutacional e produção de neoantígenos (característico de MSI). Perfil

diferente foi encontrado para as entidades GS (relacionado ao subtipo histológico

difuso) e CIN (intestinal), que têm característica menos imunogênica.

Esses subtipos moleculares também estão relacionados ao prognóstico, com

os subtipos EBV e MSI apresentando sobrevida global mais longa e GS o pior

prognóstico (Figura 14). Diferente de outras características clínicas, como a clas-

sificação de Lauren e sítios anatômicos, já foi proposto que a classificação em

subtipos moleculares seria um fator de preditivo mais significativo do que o es-

tadiamento, principalmente o estadiamento de tamanho do tumor (T) e acome-

timento linfonodal (N).

O infiltrado linfóide, associado aos subtipos EBV e MSI, sugere melhor

prognóstico e resposta à imunoterapia, porém estudos com anti-CTLA4 falharam

e com anti-PDL1 a resposta foi variável (Wang et al. 2016; Panda et al. 2018)

sugerindo que, além da caracterização do tipo de infiltrado, é necessário uma

avaliação ampla da composição celular e orientação funcional no microambiente

tumoral além da associação com as demais variáveis clínicas e moleculares para

melhor entendimento e aplicação de estratégias imunoterápicas no tratamento de

CG.

Em resumo, existem características clínicas e moleculares importantes em

câncer gástrico que estão associadas a diferentes prognósticos. No entanto, ainda

é um desafio estratificar os pacientes de forma preditiva quanto a resposta a

terapia. Considerando o avanço da imunoterapia nos últimos anos, a aplicação

do contexto imunológico do microambiente tumoral pode ser o fator chave na

determinação de pacientes respondedores e não respondedores.
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Fonte: Sohn et al. (2017)

Figura 14 – Sobrevida global e livre de recorrênica associada aos quatro
subtipos moleculares de câncer gástrico (EBV, MSI, CIN e GS) em duas
coortes independentes. (a) coorte MD Anderson Cancer Center (MDACC); (b) coorte
Samsung Medical Center (SMC; Seoul, Korea). Em ambas coortes foram considerados apenas
pacientes em estágio II ou III. É possível observar que o subtipo EBV apresenta melhor prog-
nóstico enquanto que o subtipo GS está associado a pior prognóstico em ambas coortes. As
relações prognósticas dos subtipos MSI e CIN foram variáveis em entre as coortes.
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2 JUSTIFICATIVA

Considerar o contexto imunológico do câncer é imprescindível para enten-

der quais os mecanismos de escape estão atuando no microambiente tumoral e

qual a melhor estratégia terapêutica pode trazer melhor benefício ao paciente.

Para entender esse microambiente, o desenvolvimento de um painel capaz de de-

terminar os tipos celulares existentes na amostra de forma sensível, diferenciando

as células do sistema imunológico das células estromais e tumorais, a partir dos

dados de RNA-Seq, permanece um problema a ser resolvido. Embora este traba-

lho tenha como alvo principal a caracterização do infiltrado em câncer gástrico,

estabelecer uma estratégia de análise do infiltrado em amostras de tecido poderá

favorecer e ser aplicada em outros tumores e situações clínicas, como doenças

autoimunes e infecções.

Em CG, embora o estadiamento pareça ser a característica que melhor es-

tratifica os pacientes em relação ao prognóstico, avaliar o microambiente tumoral

de uma forma mais integrada e ampla, considerando seus aspectos imunológicos

e evolutivos, pode trazer uma nova visão sobre as perspectivas no prognóstico

dessa doença.
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3 OBJETIVOS

3.1 OBJETIVO GERAL

Descrever a composição de células do infiltrado e sua atividade no mi-

croambiente tumoral de AdGs com base nos dados de perfil de expressão gênica

utilizando, para tanto, métodos analíticos de deconvolução.

3.2 OBJETIVOS ESPECÍFICOS

∙ Definir um painel de genes marcadores para distinguir tipos celulares pre-

sentes no infiltrado tumoral, considerando perfil de expressão gênica asso-

ciado a orientação funcional;

∙ Descrever composição de células do infiltrado inflamatório do tumor pri-

mário nos diferentes subtipos histológicos e moleculares de adenocarcinoma

gástrico;

∙ Correlacionar a composição do infiltrado tumoral variáveis clínicas e mole-

culares e sua relação com prognóstico;

∙ Propor pipeline que permita uma avaliação global da imunologia do câncer.
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4 METODOLOGIA

4.1 DADOS CLÍNICOS E MOLECULARES

Os dados clínicos e moleculares de 439 pacientes de adenocarcinoma gás-

trico foram obtidos do banco de dados The Cancer Genome Atlas (TCGA). Os

níveis de expressão gênica, normalizados via FPKM1, estavam disponíveis para

380 pacientes. Para a análise das assinaturas mutacionais, utilizamos as varian-

tes somáticas de uma única base detectadas previamente em estudos anteriores

além da coorte do TCGA (Bass et al. 2014; Kakiuchi et al. 2014; Wang et al.

2014; Ciriello et al. 2013; Wang et al. 2011). Mais detalhes estão descritos no

APÊNDICE A.

4.2 ESTIMAÇÃO DO MICROAMBIENTE TUMORAL E CONTEXTO

IMUNOLÓGICO

4.2.1 Genes marcadores e construção da matriz de assinatura

Para aplicação de métodos de deconvolução é necessária uma lista de genes

marcadores dos alvos de interesse. Nesse sentido, primeiramente foi realizado um

levantamento sistemático de listas de genes marcadores de células imunológicas.

Devido aos primeiros estudos avaliarem a expressão gênica por meio da metodo-

logia de microarray, muitos marcadores eram referenciados por sondas (probes)

e, dessa forma, foi necessário realizar uma reanotação do número de acesso de

cada gene para que as listas pudessem ser comparadas entre si. Consideramos

os aliases dos genes aos respectivos probes (Affymetrix GeneChip Human Ge-

nome U133 Plus 2.0 Array)2. Os genes com nomes duplicados, descontinuados,

não encontrados ou sem nenhuma anotação foram removidos. Ao final, as listas

atualizadas com a anotação correta foram utilizadas para construção de matri-
1 Fragments Per Kilobase Million
2 http://refdic.rcai.riken.jp/dataset.cgi?form=download
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zes de assinatura de referência a fim de aplicar em conjunto com métodos de

deconvolução.

Para a construção da matriz de assinaturas, além dos genes marcadores

obtidos com o levantamente prévio, utilizamos dados de expressão gênica das

células de interesse que foram purificadas. Estes dados foram obtidos a partir de

uma coleção de amostras previamente analisadas pela plataforma de microarray

Affymetrix HGU133plus2 denominada HPCA (Human Primary Cell Atlas). O

HPCA é um banco abrangente que inclui mais de 100 estudos (Mabbott et al.

2013), totalizando 385 amostras de células imunes. A partir das informações

contidas nesse banco, agrupamos as amostras em 8 grupos de células imunes

considerando a mediana dos níveis de expressão gênica para cada gene.

Ao final, foram extraídas as listas de genes marcadores dessa matriz de

referência para 8 células. Para visualizar os resultados, utilizamos um mapa de

calor (heatmap) com os valores de expressão normalizados com o 𝑧 − 𝑠𝑐𝑜𝑟𝑒. Foi

utilizado o pacote "pheatmap", disponível no ambiente R (www.r-project.org),

para construção de heatmap de cada lista.

4.2.2 Avaliação de desempenho dos métodos de deconvolução

Para avaliação dos métodos de deconvolução, inicialmente foram utiliza-

dos dados de expressão gênica (também normalizados via FPKM) de 13 subtipos

de linfócitos distribuídos em 63 amostras (Bonnal et al. 2015) de subtipos conhe-

cidos.

Análises preliminares foram realizadas a fim avaliar diferentes métodos

de deconvolução utilizando a coorte dos 13 subtipos. As proporções de células

encontradas foram então comparadas com o subtipo esperado de cada amostra.

Com esta primeira avaliação, foram definidos os métodos de deconvolução para

aplicação nas amostras de AdG em um segundo momento. Assim, utilizamos

as amostras de adenocarcinoma gástrico (AdG) disponíveis no TCGA (TCGA-

STAD).
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A primeira estratégia foi a comparação entre as proporções estimadas das

células imunes detectadas pelos métodos de deconvolução com os resultados obti-

dos das mesmas amostras de AdG caracterizados previamente(Saltz et al. 2018).

Nesse estudo, foi utilizado inteligência artifical, especificamente aprendizado pro-

fundo, para estimar as proporções de linfócitos, neutrófilos, mastócitos, eosinófi-

los, macrófagos e células dendríticas diretamente a partir de imagens histopatoló-

gicas. O desempenho dessas abordagens foi avaliado pelo erro quadrático médio

(MSE, Mean Squared Error), que basicamente calcula a distância da estimativa

em relação à proporção esperada, para cada tipo celular. Esta análise foi feita

utilizando a função mse do pacote hydroGOF, disponível no ambiente R. Quanto

menor o valor de MSE, mais similar é a estimativa das proporções avaliadas.

Na segunda estratégia de avaliação dos métodos de deconvolução em amos-

tras de AdG, utilizamos a correlação linear de Pearson entre as quantidades de cé-

lulas estimadas e a expressão de genes marcadores principais, descritos na Tabela

2. A expressão dos genes foi normalizada pela quantidade de infiltrado tumoral

estimada pelo método ESTIMATE (Yoshihara et al. 2013), considerando o valor

de 1-pureza do tumor. Somente as correlações com p<0,05 foram consideradas

como significativas.

Tabela 2 – Genes marcadores utilizados para avaliação da estimação de
células imunes.

Célula Genes
Linfócito B MS4A1 (CD20), CD19
Linfócito T CD4 CD28, CD4, CD80, CD86
Linfócito T regulador (Treg) FOXP3
Linfócito T CD8 CD8A, PRF1
Células NK GZMB, KIR2DL4
Macrófagos CD14, CD68, CD163
Células dendríticas CD1A
Neutrófilos, Mastócitos CXCR1, CXCR2

A terceira abordagem considerou os resultados obtidos por meio de uma

análise de enriquecimento (gene set enrichment analysis) calculados pelo software
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xCell (Aran et al. 2017). Este método, inclui 64 tipos celulares (considerando

células imunológicas, progenitoras e estromais). Esse enriquecimento resulta em

scores associados às proporções das células na amostra. Novamente, utilizamos

correlação linear de Pearson para comparar os resultados obtidos pelos métodos

de deconvolução aos scores gerados pelo método xCell (Aran et al. 2017).

4.3 ANÁLISES ESTATÍSTICAS

Para as comparações da composição de células entre grupos de pacientes

com AdG (subtipos histológicos e moleculares), foram utilizados os testes não

paramétricos de U de Mann-Whitney (para comparação de dois grupos) e Kruskal

Wallis (para comparação de mais de dois grupos). As curvas de sobrevida global

foram obtidas pelo estimador de Kaplan-Meier e o teste de log-rank foi utilizado

na comparação entre grupos. A relação entre o tempo de sobrevida global, as

principais variáveis clínicas (como idade, estadiamento, classificação histológica

de Lauren, sítio anatômico e etnia) e a composição de células imunes estimadas

foi realizada com a análise multivariada. Hazard ratio (HR) e o intervalo de

confiança a 95% (IC (95%)) foram calculados para todas as variáveis.

Foram considerados significativos os resultados quando p < 0,05. To-

das as análises estatísticas foram feitas no ambiente R v3.6 (https://www.r-

project.org/).

As análises relacionadas às assinaturas mutacionais estão descritas na se-

ção de métodos do APÊNDICE A.
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5 RESULTADOS E DISCUSSÃO

Os resultados deste trabalho serão apresentados em duas partes principais

considerando as fases de desenvolvimento do projeto. Primeiro, foi feita revisão da

literatura com levantamento e avaliação das listas de genes marcadores de células

imunes e dos algoritmos de análises de deconvolução, bem como a avaliação da

performance de cada algoritmo. Com isso, foi proposto um pipeline de análise

do contexto imunológico em câncer utilizando dados de RNA-Seq. Em seguida,

com base nas conclusões desta avaliação, foi investigado o contexto imunológico

em conjunto com outros fatores clínicos e moleculares que apresentam relevância

prognóstica em câncer gástrico.

5.1 BENCHMARKING DA AVALIAÇÃO DA COMPOSIÇÃO DO

INFILTRADO INFLAMATÓRIO

5.1.1 Revisão de genes marcadores de células imunes

Para avaliação da composição do infiltrado inflamatório por meio de mé-

todos de deconvolução, é necessária a construção de um painel de referência de

expressão gênica dos subtipos celulares de interesse. Este painel de referência é

denominado matriz de assinatura a qual idealmente deve ser baseada em genes

marcadores específicos, ou seja, espera-se que um gene, ou um grupo de genes,

apresente(m) atividade transcricional maior em um tipo celular quando compa-

rado aos demais.

A definição de uma lista de genes marcadores de células imunes é um

grande desafio, uma vez que os níveis de expressão gênica são intrinsecamente

muito variáveis e, adicionalmente, sensíveis às condições funcionais de cada tipo

celular. Adicionalmente, subtipos de células imunológicas compartilham entre si

marcadores funcionais e fenotípicos. De importância, no microambiente tumoral,
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além de células imunes infiltrantes, há uma diversidade de outros tipos celulares,

incluindo as células estromais, tumorais e células normais do tecido adjacente.

Desta forma, a complexidade de composição e fenótipos das células em

amostras tumorais é muito maior, o que se reflete na expressão gênica, que é um

somatório de todas as células presentes nesse ambiente. Dessa forma, é necessário

não apenas considerar genes que diferenciam os tipos celulares imunes entre si,

mas também que estes genes não deverão estar expressos em células do estroma

e/ou tumorais, células que também estão presentes no microambiente tumoral.

Assim, a determinação exata de marcadores específicos representa um dos maiores

desafios dessa abordagem.

Inicialmente, foi feito um levantamento de listas de genes marcadores dos

vários subtipos de células imunológicas a partir de uma extensa revisão bibli-

ográfica, pesquisa em bancos de dados e de listas associadas aos métodos pré

existentes de deconvolução. Este compilado encontra-se detalhado na Tabela 3.

Os primeiros estudos de estimação da composição de células imunes tive-

ram como base dados de experimentos realizados por microarray (Charoentong

et al. 2017; Bindea et al. 2013; Abbas et al. 2009; Abbas et al. 2005) (Tabela 3).

Cada estudo utilizou diferentes subtipos de células imunes, que variam de acordo

com grau de diferenciação e aspectos funcionais. Assim, cada lista de genes des-

critas na Tabela 3 considera genes diferencialmente expressos em um conjunto de

células distinto. A fim de avaliar a consistência dos genes marcadores entre as

listas, primeiramente comparamos os subtipos celulares de cada lista. Com isso,

foi possível agrupar as listas em 3 clusters, considerando os subtipos de células

semelhantes entre elas (Figura 15). Algumas listas consideraram subtipos de cé-

lulas imunes mais especializadas, outras, tipos mais gerais sem especificações em

subtipos.

Diante desta divergência dos tipos e subtipos de células em cada uma das

listas, comparamos os genes considerando os grupos com número e tipo de células

mais semelhantes (Figura 16). Esta análise de sobreposição de genes mostrou que,
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Tabela 3 – Revisão de listas de genes marcadores de células imunes. Células:
quantidade de subtipos celulares; Genes: quantidade de genes considerados em cada lista.

Lista Referência Dados de
origem

Células Genes

Abbas2005
(IRIS)

Abbas et al. (2005) microarray 16 1627𝑎

Abbas2009 Abbas et al. (2009) microarray 18 267𝑎

HaemAtlas Watkins et al.
(2009)

microarray 6 1214𝑎

Allantaz2012 Allantaz et al.
(2012)

microarray 8 701𝑎

ImmPort microarray
D-MAP Novershtern et al.

(2011)
microarray 3 2847𝑎

Bindea2013 Bindea et al. (2013) microarray 28 499𝑎

Angelova2015 Angelova et al.
(2015)

microarray 31 792𝑎

NanoString Cesano (2015) microarray 24 109
Newman2015
(LM22𝑑)

Newman et al.
(2015)

microarray 22 547

Becht2016 Becht et al. (2016) microarray 8 70
Aran2017
(xCell)

Aran et al. (2017) microarray
e RNA-seq

34𝑏 2702𝑎

Charoentong2017 Charoentong et al.
(2017)

microarray 28 779𝑎

Danaher2017 Danaher et al.
(2017)

microarray 13 60

Racle2017 Racle et al. (2017) RNA-seq 8 78𝑎

BRef𝑐𝑑 Racle et al. (2017) RNA-seq 6 65
TRef𝑐𝑑 Racle et al. (2017) RNA-seq 7 98
BioLegend BioLegend(R) Citometria

de fluxo
18 214

CellMarker Zhang et al.
(2019b)

microarray
e RNA-seq

69 6227𝑎

LM6𝑐𝑑 Newman et al.
(2019)

microarray 6 684

Sugio2018 Sugio et al. (2018) microarray 14 119
Finotello2019
(TIL10)𝑑

Finotello et al.
(2019)

10 170

𝑎 Número de genes únicos; um mesmo gene pode estar associado a mais de um subtipo
celular. Nos casos de listas mais antigas baseadas em microarray, as assinaturas estavam
associadas às sondas. Uma vez que diferentes sondas podem se ligar a um mesmo gene, as
sondas foram traduzidas para os nomes oficiais dos genes (NCBI) e então foi verificado o
número de genes únicos válidos.
𝑏 xCell avalia 34 células imunes e 30 do estroma ou células precursoras, totalizando 64 células.
𝑐 Listas de genes não incluídas na comparação inicial.
𝑑 Listas de genes obtidas de assinaturas de referência construídas para o método de
deconvolução do próprio estudo.
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Figura 15 – Similaridade entre diferentes listas de genes marcadores de
células imunes. As listas de genes foram agrupadas considerando os tipos de células incluídas
em cada um. Vermelho indicam que as listas nas linhas continham tal célula descrita nas
colunas. Azul indicam que tal lista não considerava o tipo celular em questão. Três grupos
principais foram encontrados de forma não supervisionada.

mesmo sendo feita a comparação entre as listas mais semelhantes de acordo com

os tipos celulares considerados em cada uma, o número de genes compartilhados

entre 3 ou mais listas é relativamente pequeno (Figura 16) e a maioria dos genes

são exclusivos para determinada lista. Por exemplo, 5120 genes de um total de

8143 (62,9%) aparecem em uma única lista de genes marcadores. Nesta etapa,

foi desconsiderada a lista “D-MAP” no grupamento 3 pois embora tenha sido

agrupado, compreende apenas três tipos celulares imunes e da mesma linhagem

linfóide (linfócitos T e B e células Natural Killer - NK).

Outro ponto de divergência foi o número variável de genes que compõe

cada lista, sendo umas compostas por mais de 1000 genes, como Abbas2005 e

Aran2017, e outras listas com menos de 100 genes como Racle2017 e Danaher2017

(Tabela 3).

A fim de avaliar a especificidade dos genes em cada uma das listas de genes

marcadores, foi construído um heatmap considerando oito células imunes básicas

utilizando a referência HPCA (Figura 18). A maioria das listas agruparam as
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Figura 16 – Diagrama de Venn ilustrando a sobreposição dos genes. As listas
de genes encontram-se previamente definidas na Figura 15, incluindo (a) o grupo 1 com mais
subtipos celulares, (b) grupo 2 com quantidade intermediária de subtipos celulares e (c) grupo
3 com subtipos celulares mais básicos.
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células das duas linhagens (linfóide e mielóide) como esperado: em dois grandes

grupos clusterizados de forma não supervisionada. A exceção foi a lista de “Na-

noString”, cujo perfil de expressão de genes associados aos linfócitos B ficou mais

semelhante ao grupo de células mielóides (Figura 18f). Como comentado anteri-

ormente, a lista ideal de genes marcadores contém genes específicos associados a

cada tipo celular. Dessa forma, no heatmap é esperado um padrão em blocos ou

escada, ou seja, genes fortemente expressos em um tipo celular, não estariam nos

demais.

Pelo padrão de expressão de cada grupo de genes marcadores, conside-

rando os oito subtipos básicos de células imunes, observamos que o conjunto

de genes parece ser mais importante do que o número de genes em cada lista,

visto que o padrão em blocos/escada esperado pode ser observado em listas com

quantidades maior ou menor de genes, como para Charoentong2017 e Racle2017,

respectivamente (Figuras 18k e 18m).

A partir desta revisão de genes marcadores imunes, pode-se concluir que,

embora alguns genes sejam comuns entre as listas, principalmente os marcadores

clássicos utilizados também na técnica de citometria de fluxo (padrão outro para

imunofenotipagem), a maior parte das listas é composta por genes que não se

repetem em outras. O fato de diferentes subtipos de células imunes serem consi-

deradas em cada lista (número e nível de diferenciação) pode aumentar esta não

sopreposição entre os genes.

O passo seguinte foi avaliar o desempenho de cada lista de genes, em

conjunto com os algoritmos de deconvolução disponíveis, para a estimação da

composição de células imunes no microambiente tumoral. Nesta etapa, duas

listas adicionais, baseada nesta revisão, foram construídas a partir de genes pre-

sentes em 5 ou 4 listas. Estas listas foram denominadas "review-4"e "review-5",

compostas por 695 e 399 genes, respectivamente.
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8 cells in HPCA using Abbas2005 marker genes
Filter genes without variability: 1461 genes used
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(a) Abbas2005
8 cells in HPCA using Abbas2009 marker genes
Filter genes without variability: 245 genes used
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8 cells in HPCA using HaemAtlas marker genes
Filter genes without variability: 1057 genes used
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(c) HaemAtlas
8 cells in HPCA using Allantaz2012 marker genes
Filter genes without variability: 632 genes used

N
K

B
_cell

T
C

D
4

T
C

D
8

N
eutrophil

M
onocyte

M
acrophage

D
C

−2

−1

0

1

2

(d) Allantaz2021
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8 cells in HPCA using ImmPort marker genes
Filter genes without variability: 1254 genes used
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(e) ImmPort
8 cells in HPCA using D−MAP marker genes

Filter genes without variability: 2517 genes used
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8 cells in HPCA using NanoString marker genes
Filter genes without variability: 108 genes used
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(g) NanoString
8 cells in HPCA using BioLegend marker genes
Filter genes without variability: 203 genes used
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8 cells in HPCA using Bindea2013 marker genes
Filter genes without variability: 462 genes used
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(i) Bindea2013
8 cells in HPCA using Newman2015 marker genes

Filter genes without variability: 500 genes used
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(j) Newman2015
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8 cells in HPCA using Angelova2015 marker genes
Filter genes without variability: 743 genes used
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(k) Angelova2015
8 cells in HPCA using Becht2016 marker genes
Filter genes without variability: 107 genes used
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(l) Becht2016
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8 cells in HPCA using Charoentong2017 marker genes
Filter genes without variability: 735 genes used
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(m) Charoentong2017
8 cells in HPCA using Aran2017 marker genes

Filter genes without variability: 2672 genes used
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8 cells in HPCA using Racle2017 marker genes
Filter genes without variability: 74 genes used
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(o) Racle2017
8 cells in HPCA using Danaher2017 marker genes

Filter genes without variability: 58 genes used
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8 cells in HPCA using CellMarker marker genes
Filter genes without variability: 5683 genes used
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(q) CellMarker
8 cells in HPCA using Sugio2018 marker genes
Filter genes without variability: 118 genes used

B
_cell

N
K

T
C

D
4

T
C

D
8

N
eutrophil

D
C

M
onocyte

M
acrophage

−2

−1

0

1

2

(r) Sugio2018



Capítulo 5. Resultados e discussão 55

8 cells in HPCA using Finotello2019 marker genes
Filter genes without variability: 158 genes used
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Figura 18 – Heatmaps de expressão de cada lista de genes considerando
8 tipos celulares imunes básicos e os dados de expressão de referência do
HPCA (Mabbott et al. 2013). Os valores de expressão dos genes de cada lista foram
calculados pela mediana dos valores das células de um mesmo subtipo e normalizados com
z-score e plotados em log.

5.1.2 Revisão dos métodos de deconvolução

Juntamente com o levantamento de listas de genes marcadores de células

imunes, foi feita uma revisão do métodos de deconvolução disponíveis (Tabela 4).

Não raro, alguns métodos foram desenvolvidos em conjunto com listas de genes

marcadores, matriz com assinatura de referência ou mesmo algum método para

construção de assinatura de referência.

Os primeiros métodos de deconvolução foram agrupados no pacote Cell-

Mix (Gaujoux e Seoighe 2013) disponível em linguagem R. O pacote foi uma

proposta para reunir os métodos de deconvolução, além de estratégias de busca

de marcadores por meio da expressão gênica (Figura 19).

Um dos pontos críticos da abordagem por deconvolução é definir o con-

junto de marcadores específicos das células de interesse que estão presentes em
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uma mistura (ou amostra). A partir destes marcadores, há dois tipos de aná-

lise de deconvolução: a completa e a parcial. A deconvolução completa utiliza

apenas uma lista de genes marcadores para estimar a proporção de células. Já

a deconvolução parcial utiliza uma assinatura, ou seja, valores de referência de

um conjunto de genes marcadores para cada célula de interesse. Os métodos de

deconvolução levantados pela revisão de literatura encontram-se disponíveis na

Tabela 4.

Fonte: http://web.cbio.uct.ac.za/~renaud/CRAN/web/CellMix/_PAGE-Algorithms.html

Figura 19 – Ferramenta CellMix (Gaujoux e Seoighe 2013).

Os principais métodos de deconvolução presentes no pacote CellMix são

lsfit (Abbas et al. 2009) e qprog (Gong et al. 2011) e consideram um painel de

referência (deconvolução parcial). Por outro lado, os métodos ssKL (Gaujoux e

Seoighe 2012) e DSA (Zhong et al. 2013) utilizam apenas lista de marcadores

(deconvolução completa) (Figura 19). Para entender melhor como os dois tipos de
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Tabela 4 – Revisão de métodos de avaliação da composição de infiltrado
inflamatório utilizando dados de expressão gênica.

Métodos de deconvolução:
Algoritmo Referência Tipo Input Estimativa
lsfit𝑎 Abbas et al. (2009) parcial matriz proporção
qprog𝑎 Gong et al. (2011) parcial matriz proporção
ssKL𝑎 Gaujoux e Seoighe

(2012)
completa lista proporção

DSA𝑎 Zhong et al. (2013) completa lusta proporção
CIBERSORT(x) Newman et al. (2015),

Newman et al. (2019)
parcial matriz proporção e

abundância
MCPcounter Becht et al. (2016) lista abundância
EPIC Racle et al. (2017) parcial matriz proporção
TIMER Li et al. (2017) parcial matriz proporção
DTANGLE Hunt et al. (2019) proporção
"DSA" Zaitsev et al. (2019) matriz proporção
ABIS Monaco et al. (2019) completa abundância
MIXTURE Fernández et al.

(2019)
parcial matriz proporção

Outras ferramentas:
Algoritmo Referência Tipo Input Estimativa
xCell Aran et al. (2017) GSEA lista score de

abundância
immunedeconv Sturm et al. (2020) pipeline
qaunTIseq Finotello et al. (2019) pipeline matrix

(TIL10)
abundância/mm2

ConsesusTME𝑐 Jiménez-Sánchez et al.
(2019)

pipeline

𝑎 Métodos do pacote CellMix (Gaujoux e Seoighe 2013) que compilou diferentes ferramentas
em um mesmo ambiente. No entanto, o projeto não foi mais atualizado e foi então
descontinuado, pois tinha como base a linguagem R compatível apenas com versões anteriores
a 3.
𝑏 Inclui, no mesmo pacote, os métodos quanTIseq, TIMER, CIBERSORT, MCPcounter, xCell
e EPIC.
𝑐 Ferramenta integrativa de vários métodos atuais a fim de geral um resultado consenso e
auxiliar na escolha do melhor método para avaliação do microambiente tumoral.
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abordagens (completa e parcial) com os dados de RNA-seq, cada um dos quatro

algoritmos principais do pacote CellMix foi utilizado para avaliar 63 amostras de

dados a partir de células puras com 13 subtipos de linfócitos T e B (Bonnal et

al. 2015).

A assinatura de referência foi construída utilizando a mediana do valor

de expressão normalizado (FPKM) de 9 dos 13 subtipos celulares, a partir das

63 amostras. Esta assinatura foi então filtrada pela lista de genes marcadores

(Charoentong et al. 2017), que também foi utilizada como parâmetro para os

métodos ssKL e DSA. Em seguida, foi escolhida esta lista de marcadores pois

os subtipos celulares incluídos continham a maioria dos 13 subtipos celulares a

serem testados, os 9 selecionados para construção da matriz de assinatura (Figura

20).

Figura 20 – Esquema de análises utilizando os 13 subsets para comparar os
métodos de deconvolução parcial e completa.

Os métodos lsfit e qprog estimaram 90% e 86%, respectivamente, do re-

sultado esperado considerando 44 amostras dos subtipos celulares compatíveis

com a assinatura. Já os métodos ssKL e DSA associaram todas as amostras

com subtipos de células NK. Desta forma, como os resultados com os métodos de
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deconvolução completa foram inadequados, apenas os métodos de deconvolução

parcial foram então considerados no benchmarking.

É importante ressaltar que os primeiros métodos de estimação da com-

posição de células imunes tiveram como base dados de microarray. Atualmente,

os dados de expressão gênica são gerados, em sua maioria, a partir da técnica

de sequenciamento de nova geração, RNA-Seq. Consequentemente, uma vez que

os níveis de expressão gênica foram obtidos a patir da tecnologia de microar-

ray, é necessário realizar uma normalização dos níveis de expressão utilizados nas

assinaturas de referência.

Além dos tipos de deconvolução existentes, as motivações destes primeiros

métodos e sua aplicação na imuno-oncologia foi outro ponto importante de ser

considerado. A princípio, os métodos de deconvolução foram desenvolvidos com

objetivo de determinar a composição de células circulantes no sangue, ou seja,

a partir de amostras de plasma sanguíneo (Abbas et al. 2009). Nesse sentido,

espera-se que a maior parte das células sejam os leucócitos, que são as próprias

células imunológicas. Assim, faz sentido que o somatório dessas células seja pró-

ximo a 100% da sua amostra, ou seja, que a expressão gênica seja o reflexo apenas

dessas células de interesse e não de outras. Essa ideia muda ao considerarmos as

amostras de tumores, uma vez que a expressão gênica resulta de uma mistura de

células tumorais, células de tecido normal adjacente, células imunes do infiltrado

inflamatório e do estroma.

Os primeiros métodos que adaptaram os algoritmos de deconvolução con-

siderando dados de amostras de tecido tumoral foram CIBERSORT (Newman et

al. 2015), TIMER (Li et al. 2017) e EPIC (Racle et al. 2017) (Tabela 4).

TIMER foi uma estratégia desenvolvida baseada nos dados do The Cancer

Genome Atlas (TCGA). O método de deconvolução é semelhante ao lsfit, porém

o TIMER compreende um pipeline para normalização dos dados, montagem de

uma assinatura específica para cada tipo tumoral e aplicação da deconvolução

que resulta em um valor de abundância de células. Para construção da matriz de
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assinatura, o TIMER utiliza o dataset de referência HPCA que contém o valor

de expressão de mais de 300 células puras (Mabbott et al. 2013). Basicamente, a

mediana é utilizada como principal método para obter a expressão de referência

das células de interesse (Figura 21), a partir de várias amostras do mesmo tipo ce-

lular. No entando, o que diferencia este método é que, para montagem da matriz

de assinatura final, há inclusão dos dados de expressão das misturas (amostra

tumoral) e a informação da pureza do tumor de cada amostra no refinamento

desta assinatura de referência.

Figura 21 – Esquema da análise de infiltrado inflamatório utilizando método
TIMER (Li et al. 2017) para construção das assinaturas de refêrencia. A)
A construção da matriz de assinatura de referência, importante para deconvolução dos subtipos
celulares de interesse, baseia-se nos dados de expressão gênica de células puras, lista de genes de
interesse e normalizações considerando pureza do tumor e variabilidade dos dados de expressão
gênica (batch effect). B) O passo de deconvolução utiliza a matriz de assinatura de referência
com as expressão esperada para cada tipo celular e os dados de expressão gênica da mistura
(bulk).

Este refinamento considera que alguns genes marcadores de células imunes

podem estar expressos nas células tumorais e, portanto, não seriam interessantes

marcadores para deconvolução. Assim, é feita correlação da expressão dos genes
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com a pureza do tumor em cada amostra, sendo filtrados aqueles com correla-

ção positiva (ou seja, presentes no tumor). Além disso, o dataset de referência

(originado de dados de microarray) é normalizado em conjunto com o valor de

expressão (FPKM) de cada gene na amostras tumorais, utilizando estratégia de

“Remove Batch Effect”. Com os dados de expressão normalizados e a referên-

cia refinada, é aplicado o método de deconvolução que resulta na abundância de

células de interesse. Esta estratégia foi adaptada no presente trabalho para a

construção de outras assinaturas e, adicionalmente, com a opção de escolha de

lista de marcadores e número de células de interesse.

O software EPIC, por sua vez, tem duas funcionalidades de particular

interessante. Primeiro, seu desenvolvimento foi baseado em dados de RNA-Seq.

Além disso, é o único que inclui na estimativa da composição de células proporções

de "outras"células. Desta forma, esse software estima, além das células contidas

na matriz de assinatura, a proporção de células “desconhecidas” que não estariam

presentes na matriz inicial usadas para estimar as 8 células (Racle et al. 2017).

O CIBERSORT, por sua vez, foi desenvolvido para estimar células cir-

culantes baseado em dados de microarray (Newman et al. 2015). Seguindo as

novas abordagens para quantificar os níveis de expressão gênica em larga escala,

foi incluído um parâmetro de normalização para aplicação em dados de RNA-Seq

e passou a ser aplicado em estudos de imuno oncologia (Craven et al. 2021; Zhong

et al. 2019; Thorsson et al. 2018). Seu diferencial é a matriz de assinatura de

referência (LM22) composta por 22 subtipos de células imunes e um valor de p

associado a estimativa de proporções destas células. Outro aspecto interessante é

a possibilidade de estimar proporções (estimativas de células que somam 100%)

e abundância, que são valores normalizados mais próximos à quantidade real de

cada célula. Em 2018, o método foi atualizado com novas funcionalidades e, no

caso da deconvolução para estimativa da composição de células, foi acrescentado

um parâmetro semelhante de remoção do batch effect, já que a assinatura LM22

provém de dados de microarray e estão sendo aplicados em dados de RNA-seq
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(Newman et al. 2019). O CIBERSORTx está disponível apenas online 1.

A estimativa resultante dos primeiros métodos de deconvolução é o for-

mato de proporções de células consideradas na matriz de referência que somam

100% (Tabela 4). Como comentado anteriormente, para avaliação da composição

de células em amostras de tecido essa abordagem não faz muito sentido se não

for considerada a informação adicional de pureza do tumor, ou da quantidade

de infiltrado inflamatório presente em cada amostra. Uma estimativa de 90%

de infiltrado de linfócitos possui um peso diferente se este infiltrado representa

10% ou 70% da amostra de tumor. Neste ponto, considerações importantes de

normalização devem ser feitas na interpretação dessas proporções.

No método EPIC, a solução proposta foi de acrescentar a métrica de cé-

lulas “desconhecidas” no resultado. No método TIMER, a pureza do tumor é

considerada e a estimativa do infiltrado resulta em valores absolutos. Outros mé-

todos, como CIBERSORT, também estimam valores de abundância que podem

ser melhor correlacionados com os valores “reais”. De qualquer forma, espera-se

que estes valores de abundância sejam mais informativos que as proporções. Para

avaliar qual a melhor estratégia de análise em câncer gástrico (lista de marca-

dores, assinatura de referência e método de deconvolução), o próximo passo foi

realizar uma análise sistemática dos algoritmos e métricas de desempenho.

O crescimento desta área nestes últimos anos foi considerável e, desde o

início deste trabalho, novas ferramentas foram publicadas, adaptadas de méto-

dos existentes ou mesmo propondo um consenso das atuais (Sturm et al. 2020;

Jiménez-Sánchez et al. 2019; Finotello et al. 2019; Monaco et al. 2019; Hunt

et al. 2019). Consequentemente, para este benchmarking, nem todos os méto-

dos listados foram utilizados, enquanto outros foram levantados posteriormente

e considerados para pipeline proposto nesta tese.

É importante mencionar que o pacote CellMix foi descontinuado (não foi

mais atualizado) e, portanto, fez parte apenas do início de desenvolvimento deste
1 https://cibersortx.stanford.edu/
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trabalho e do benchmarking. No entanto, seu principal método (lsfit) foi a base

para o método TIMER, adaptado para dados de tecido (microambiente tumoral),

que é considerado no pipeline final.

5.1.3 Desempenho dos algoritmos de deconvolução de células imunes

Muitas listas de genes marcadores, bem como diferentes matrizes de as-

sinatura, foram desenvolvidas previamente em conjunto com as estratégias de

análise. Assim, buscamos investigar quais dessas abordagens possuem melhor de-

sempenho a fim de aplicá-la(s) no nosso pipeline para estimação da composição do

infiltrado inflamatório, considerando padrões de expressão gênica e composição

celular no microambiente tumoral.

Para avaliar o desempenho dos algoritmos e listas de marcadores em esti-

mar as proporções de células imunes, utilizamos o pipeline TIMER (Figura 22)

para construção da matriz de assinatura para 5 e 7 células, presentes no painel de

referência HPCA e esperadas serem encontrados no infiltrado tumoral. Dados de

expressão gênica (FPKM) de 380 amostras de adenocarcinoma gástrico disponí-

veis pelo banco de dados público do consórcio The Cancer Genome Atlas (TCGA)

foram utilizadas como mistura. As proporções estimadas foram comparadas com

os resultados prévios de deep learning com a análise de lâminas coradas com HE

das mesmas amostras de AdG (Saltz et al. 2018). A Figura 22 ilustra o workflow

dessas análises de benchmarking dos algoritmos de deconvolução na análise de

infiltrado inflamatório.

O método lsfit contém duas variações aqui denominadas de nnls-lsfit e

qnnls-lsfit, sendo que esta última considera a opção de normalização dos dados

por quantis. Ambas estratégias foram testadas. Para o método EPIC, para

que seus resultados pudessem ser comparados com os demais, a proporção de

“outras células” foi desconsiderada e as proporções remanescentes normalizadas

para somarem 1 (ou 100%); aqui os resultados do EPIC estão indicados como

nEPIC.
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Figura 22 – Esquema das análises de benchmarking. O método TIMER (Li et al.
2017) foi utilizado para testar assinaturas customizadas com as listas de genes encontradas pela
revisão de literatura considerando 5 e 7 células imunes principais. Quatro métodos principais
foram selecionados para serem comparados utilizando dados de câncer gástrico do TCGA.

A matriz de assinatura de 5 células era composta por: linfócitos B, T

CD4+, T CD8+, macrófagos e células dendríticas (DC). Para comparação com

os resultados de deep learning, as proporções de linfócitos B, T CD4+ e T CD8+

obtidas pela deconvolução foram somadas e denominadas como “Lymphocytes”.

Dos resultados de deep learning foram desconsideradas as proporções de eosi-

nófilos e mastócitos, tipos celulares que não estão representados no dataset de

referência HPCA. Além disso, neste teste de 5 células, os neutrófilos que não

foram abordados na matriz de assinatura de referência. Todos os valores de

proporções foram normalizados para somar 1. Com isso, das 5 células foi feita

comparação com 3 células dos resultados de deep learning: linfócitos, macrógafos

e DC (Figura 23).

A matriz de assinatura de 7 células era composta por: linfócitos B, T

CD4+, T CD8+, células NK, neutrófilos, macrófagos e DC. Para comparação

com os resultados de deep learning, as proporções de linfócitos B, T CD4+ e T
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CD8+ e células NK obtidas pela deconvolução foram somadas e denominadas

como “Lymphocytes”. Dos resultados de deep learning foram desconsiderados

eosinófilos e mastócitos, da mesma maneira que anteriormente. Com isso, das 7

células foi feita comparação com 4 células: linfócitos, neutrófilos, macrógafos e

DC (Figura 24).

É possível verificar que a combinação do algoritmo e a lista de marcadores

gera valores distintos quando comparado ao método MSE em ambos os testes (5

e 7 células). No geral, as combinações com pior desempenho foram observadas

nas análises com 5 células (Figura 23) e 7 células (Figura 24). Em ambos os

testes, pode-se observar que todos os algoritmos combinados com a lista New-

man2015 apresentam desempenho semelhante e com MSE relativamente baixo

quando comparado com as demais combinações. Esses resultados nos levam a

concluir que Newman2015 pode ser considerada uma boa opção para análise de

infiltrado inflamatório em AdG com qualquer algoritmo.



C
apítulo

5.
Resultados

e
discussão

66

Abb
as

20
05

Abb
as

20
09

Alla
nt

az
20

12

Ang
elo

va
20

15

Ara
n2

01
7

Bind
ea

20
13

BioL
eg

en
d

Cha
ro

en
to

ng
20

17

Dan
ah

er
20

17

Hae
m

Atla
s

Im
m

Por
t

Nan
oS

tri
ng

New
m

an
20

15

Rac
le2

01
7

re
vie

w−4
or

M
or

e

re
vie

w−5
or

M
or

e

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

C
IB

E
R

S
O

R
T

nE
P

IC
nn

ls
−

ls
fit

qn
nl

s−
ls

fit
qp

ro
g

0.00

0.25

0.50

0.75

algorithm

M
S

E

Cell

Lymphocytes

DC

Macrophage

Figura 23 – Distribuição do MSE para cada lista de assinaturas de genes considerando 3 células analisadas (linfócitos (B,
T CD4+ e T CD8+), macrófagos e DC), para cada um dos métodos. Em cada barra, os valores de MSE comparando as estimativas de
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Figura 24 – Distribuição do MSE para cada lista de assinaturas de genes considerando 4 células analisadas (linfócitos (B,
T CD4+, T CD8+ e células NK), neutrófilos, macrófagos e DC), para cada um dos métodos. Em cada barra, os valores de MSE
comparando as estimativas de proporção de cada célula, geradas a partir da análise de 7 células com os resultados de deep learning (Saltz et al. 2018),
resultando o erro total para cada teste.
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Fica claro que o melhor desempenho de alguns algoritmos é dependente da

lista de marcadores considerada. A combinação com menor somatório de MSE

foi qprog-BioLegend com somatório de 0,0454, na análise de 5 células. Já para

7 células, a combinação com melhor desempenho foi CIBERSORT-Newman2015

com somatório de MSE de 0,0546. No geral, linfócitos e macrófagos são os tipos

celulares que apresentaram maior erro entre as listas; sendo os neutrófilos o tipo

celular com melhor estimativa (Figuras 23 e 24).

A fim de avaliar o desempenho de CIBERSORT-Newman-2015 foi feita a

correlação entre as estimativas de cada célula com genes marcadores caracterís-

ticos, indicados na Tabela 2 (Seção 4.2). De importância, os valores proporções

de células estimadas foram normalizados com os valores de infiltrado (1 - pureza

do tumor), estimado pelo algoritmo ESTIMATE (Yoshihara et al. 2013). Como

pode ser observado, a maioria das proporções estimadas de células e seus genes

marcadores tiveram correlações significativas (p<0,001) positivas com valores de

intermediário a forte (Figura 25).

Outra forma de avaliar o desempenho considerando mais subtipos celula-

res foi por meio da correlação entre as estimativas de proporção por deconvolução

(normalizadas) com os scores gerados pelo método xCell (Aran et al. 2017). Foi

utilizada esta segunda abordagem por ser uma estratégia de análise muito utili-

zada em estudos de expressão gênica e vias ativas. No entanto, uma desvantagem

dessa abordagem, superada pelos métodos de deconvolução, é que os valores (sco-

res) gerados para um tipo celular não são comparáveis com outra célula, podendo

as amostras serem comparadas entre si para um mesmo tipo celular. Assim, con-

siderando as 7 células e os resultados de CIBERSORT-Newman2015, foi feita a

correlação das estimativas com os scores do xCell, mostrado na Figura 26.
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Figura 25 – Correlação de Pearson entre as proporções estimadas de 7
células pelo CIBERSORT-Newman2015 e a expressão de genes marcadores
principais característicos de cada célula.
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Figura 26 – Correlação de Pearson das proporções estimadas de células CIBERSORT-Newman2015 com scores de xCell
(Aran et al. 2017). * p<0,05 .
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É possível verificar que todas as correlações foram positivas e significativas

entre os scores das células pelo xCell com as estimativas da melhor combinação

encontrada para 7 células (Figura 26). Entre os linfócitos, a melhor correlação

foi com os linfócitos T (rho=0,70), enquanto que a pior foi com as células NK

(rho=0,15).

Nesta primeira parte do benchmarking, concluímos que a estimação do in-

filtrado inflamatório é dependente de uma lista apropriada de genes marcadores,

uma vez que a performance dos algoritmos varia conforme essa lista. Para análise

prévia da composição do infiltrado inflamatório em AdG foi escolhida a combi-

nação mais abrangente e com menor erro, ou seja, CIBERSORT-Newman2015

considerando 7 células imunes básicas. Os monócitos não foram incluídos pois

para o contexto de microambienta tumoral espera-se encontrar células já diferen-

ciadas em macrófagos.

Considerando a lista de genes de Newman2015, que mostrou melhor de-

sempenho global independente do algoritmo, continuamos sua avaliação em es-

timar a composição do infiltrado em AdG. Esta lista compreende 547 genes ex-

traída da assinatura de referência denominada LM22, contida no algorítmo CI-

BERSORT e contém 22 subtipos celulares. As amostras de AdG foram então

analisadas pelo o método CIBERSORT original a fim de observar seu desempe-

nho e, consequentemente, investigar detalhadamente a composição do infiltrado

inflamatório considerando um número amplo de subtipos imunes com objetivo de

entender melhor as respostas imunes envolvidas e mecanismos de escape imuno-

lógico.

Além de mais subtipos celulares, utilizamos o parâmetro de estimar as

quantidades absolutas (e não relativas), cujos valores são mais informativos so-

bre a quantidade real de infiltrado no geral. Também consideramos o nível de

significância da estimativa (p<0,05), que considera a distribuição dos dados nor-

malizados de expressão, não adequados para algumas amostras. Utilizamos o

parâmetro máximo de 1000 permutações e com a opção de normalização por quan-
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tis desabilitada (como recomendado para dados de RNA-Seq). Das 380 amostras

tumorais do projeto de AdG no TCGA (STAD), 215 (56%) tiveram estimativas

significativas (p < 0,05) e foram consideradas para avaliação de desempenho e

análises posteriores de prognóstico em AdG.

Utilizando os dados prévios de deep learning das mesmas amostras, de-

vido aos tipos de dados serem diferentes (quantidades absolutas e proporções), a

comparação foi feita utilizando a correlação de Pearson entre a composição ab-

soluta do infiltrado inflamatório de 22 células estimada pelo CIBERSORT e as

proporções das 6 células por deep learning (Figura 27).

Correlação entre valores absolutos de células imunes estimados pelo CIBERSORT 
         e proporção de células por deep learning (*p<0,05; **p<0,01; ***p<0,001)
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Figura 27 – Heatmap de correlação de Pearson entre as quantidades abso-
lutas estimadas com método CIBERSORT (linhas) e proporções de células
por deep learning (colunas) (Saltz et al. 2018).

Pode-se observar correlações significativas entre os tipos celulares corres-

pondentes, mais fortes para células mieloides da resposta imune inata (mastóci-

tos, neutrófilos e eosinófilos), bem como formação de clusters entre os dois tipos

principais tipo celulares linfócitos B e T, com correlações intermediárias (Figura

27).

Para correlação com a expressão gênica de marcadores principais das célu-



Capítulo 5. Resultados e discussão 73

las imunes, utilizamos os genes descritos na Tabela 2 (Seção 4.2). Como observado

anteriormente na avaliação de marcadores imunes, não existe um marcador ideal,

específico para tipo celular, pois o conjunto se mostra mais importante e por essa

razão é que a análise por deconvolução é mais completa. No entanto, mesmo os

marcadores imunes serem compartilhados entre os tipos celulares, essa caracterís-

tica torna-se interessante sob o ponto de vista funcional, pois a maior expressão

de um certo marcador associado a um determinado tipo celular auxilia no melhor

entendimento da resposta envolvida, principalmente considerando a composição

de mais subtipos celulares.

A correlação global entre a composição absoluta de células imunes e a

expressão de genes marcadores principais, além de servir como uma avaliação

de desempenho, indica quais células estão envolvidas na resposta imune. Como

validação destaca-se correlações significativas para estimativas de Macrófagos,

como entre CD163 e CD86 e Macrófagos M2 (rho=0,68 e rho=069, respecti-

vamente). Além disso, correlações significativas entre células T CD8+ e CD8A

(rho=0,88), células Treg e FOXP3 (rho=0,62), células memória com MS4A1

(CD20) (rho=0,62), e Neutrófilos com CXCR1, CXCR2 (rho=0,91 e rho=0,67)

(Figura 28, padj<0,01).

A correlação global entre a composição absoluta de células imunes pelo

CIBERSORT e os scores pelo xCell (Figura 29) também foram altas e significa-

tivas para linfócitos T CD8+, subtipos de linfócitos T CD4+ e B, macrófagos,

neutrófilos. As correlações foram intermediárias, mas significativas para células

dendríticas e eosinófilos e baixas ou não significativas para os subtipos de mastó-

citos e células NK. Os diferentes subtipos funcionais destas células entre as duas

abordagens podem explicar estes valores de correlação menores.
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Correlação entre valores absolutos de células imunes estimados pelo CIBERSORT 
         e score de enriquecimento de células imunes estimados pelo xCell (*p<0,05; **p<0,01; ***p<0,001)
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Em resumo, as análises de benchmarking dos métodos de deconvolução

aplicados às amostras de AdG do TCGA indicaram que o método CIBERSORT

apresentou melhor desempenho global. Este método então foi escolhido e apli-

cado para avaliação do infiltrado inflamatório em câncer gástrico. Considerando

a grande quantidade de listas de genes marcadores e métodos de deconvolução

avaliadas no momento e outros que tem sido publicados na literatura, concluimos

que para cada subtipo tumoral deve haver uma melhor combinação de lista de

marcadores/assinatura de referência com algoritmo de deconvolução. Assim, so-

mado à estimatição da composição do infiltrado inflamatório por deconvolução,

deve haver estratégias de validação que indiquem que aquela é a melhor combi-

nação a ser aplicada. Além disso, é importante considerar a normalização dos

dados de expressão gênica e remoção de batch effect e outliers.

5.1.4 Proposta de pipeline para avaliação do contexto imunológico

A maioria dos algoritmos de deconvolução estão disponiveis em pacotes

do R, e portanto, o pipeline proposto reúne as opções de métodos disponíveis

nesta linguagem. Além disso, reúne listas de genes marcadores e assinaturas de

referência levantados pela revisão de literatura bem como avalição dos resultados

encontrados com as combinações de interesse. Com base nos resultados obtidos

pelo benchmarking, a proposta de workflow de análise do contexto imunológico

do câncer utilizando dados de expressão gênica envolve os seguintes pontos, es-

quematizados na Figura 30:

∙ Lista de marcadores e assinaturas de referência:

A lista de genes marcadores compreende as opções descritas no benchmar-

king, na Tabela 3. Definida a lista de genes de interesse, a assinatura de

referência é construída com base no método do TIMER (Li et al. 2017)

considerando 7, 8 ou até x subtipos celulares, de acordo com a referência

HPCA (Mabbott et al. 2013). Há também opções de assinaturas prontas:
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LM22, LM6, TIL10, BRef e TRef, construídas em conjunto com alguns

métodos de deconvolução, como descrito na Tabela 3.

∙ Lista de algortimos de deconvolução:

A lista final de algoritmos de deconvolução desconsidera os primeiros mé-

todos do pacote CellMix (Gaujoux e Seoighe 2013) que foi descontinuado.

Há métodos que resultam em proporções e valores de abundância (Tabela

4). O método CIBERSORT (Newman et al. 2015) é o único que resulta

em ambos tipos de resultado. O método mais atualizado CIBERSORTx

está disponível apenas de forma online, mas o tratamento dos dados de ex-

pressão gênica por meio de abordagens de normalização, remoção de batch

effect, ou remoção de amostras ouliers podem aumentar a qualidade dos

resultados.

∙ Avaliação do método por tipo tumoral com dados de deep learning:

Para 13 tipos de tumores estão disponíveis dados da composição de in-

filtrado baseado em deep learning (Saltz et al. 2018). Uma das formas

disponíveis de avaliação da estimação da composição do infiltrado por de-

convolução é a correlação entre os resultados para amostras do TCGA.

∙ Avaliação dos resultados com xCell:

Outra forma de avaliar e fortalecer os achados da composição do infiltrado

inflamatório é por meio da correlação com os resultados do método xCell

(Aran et al. 2017).

∙ Avaliação dos resultados com correlação com genes marcadores principais e

normalização pela pureza do tumor:

Por fim, outra maneira de corroborar os achados da composição do infiltrado

(proporções) é a correlação entre a composição de cada célula absoluta

ou proporções normalizadas e a expressão de genes marcadores principais.
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A normalização proposta é a multiplicação dos valores de proporção pelo

equivalente a quatidade de células não tumorais na amostra, valor obtido

por 1 - pureza do tumor. A pureza do tumor pode ser obtida pelo método

ESTIMATE (Yoshihara et al. 2013), que também se baseia em dados de

expressão gênica.

Figura 30 – Proposta e considerações para análise da composição do infil-
trado inflamatório utilizando métodos de deconvolução.
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5.2 CONTEXTO IMUNOLÓGICO EM CÂNCER GÁSTRICO E SEUS

ASPECTOS PROGNÓSTICOS

5.2.1 Infiltrado inflamatório nos subtipos de câncer gástrico

Com base nos resultados do benchmarking descritos na seção anterior, a

composição do infiltrado inflamatório foi avaliada de acordo com o os subtipos

histológicos e moleculares em câncer gástrico. Para isso, utilizamos a melhor

combinação de algoritmo e lista de marcadores (CIBERSORT e Newman2015)

para estimar a composição de sete tipos básicos de células imunes.

Estudos prévios já associaram os subtipos histológicos de Lauren a di-

ferentes prognósticos de sobrevida em AdG, porém não há um consenso e os

resultados variam entre diferentes coortes (Chen et al. 2016). Dessa forma, este

aspecto clínico, embora prático, não é uma opção interessante de classificação

definitiva para o prognóstico. Os subtipos moleculares do TCGA (GS, CIN, MSI

e EBV) (Bass et al. 2014) por sua vez, apresentam associações mais sólidas

sendo os subtipos MSI e EBV com melhor prognóstico (Sohn et al. 2017; Bass

et al. 2014). Uma das características destes subtipos é serem considerados "tu-

mores quentes"ou imunogênicos e apresentarem maior quantidade de infiltrado

inflamatório (Wang et al. 2016; Panda et al. 2018).

No presente estudo, observamos que há algumas tendências na composição

do infiltrado inflamatório entre os subtipos histológicos de Lauren. A única dife-

rença significativa foi a menor proporção de neutrófilos no subtipo difuso. Entre

as tendências, o subtipo difuso apresentou maior proporção de linfócitos B e o

subtipo intestinal, maior proporção de macrófagos (Figura 31).
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Figura 31 – Boxplots das proporções de células estimadas pelo CIBERSORT-Newman2015 nos subtipos histológicos de AdG.
Comparação entre os subtipos intestinal e difuso; teste U de Mann-Whitney.



Capítulo 5. Resultados e discussão 81

Em relação aos subtipos moleculares, o subtipo GS (genomically stable),

que está mais associado ao subtipo histológico difuso, apresentou uma maior

quantidade de linfócitos B e T CD4+ em comparação com os demais subtipos

moleculares (Figura 32). Em contraste, os subtipos MSI (microsatellite instable) e

EBV apresentaram maior proporção de linfócitos T CD8+ (p<0,05). Esse cenário

pode ser um indicativo de melhor resposta ao tratamento com imunoterapia além

de poder estar associado a melhores taxas de sobrevida, principalmente no subtipo

EBV (Figura 33).

O subtipo molecular CIN (chromosomal instability) apresentou enrique-

cimento de macrógafos e neutrófilos. Os neutrófilos também se apresentam em

maior proporção no subtipo MSI (Figura 32). Estes resultados são concordantes

com os resultados encontrados para os subtipos histológicos, considerando que o

subtipo MSI está associado ao subtipo intestinal de Lauren. No caso do subtipo

EBV, esté é o subtipo molecular com menos neutrófilos, o que o diferencia do

subtipo MSI (Figura 32).
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Figura 32 – Boxplots das proporções de células estimadas com CIBERSORT-Newman2015 nos subtipos moleculares de AdG.
Comparação entre os subtipos moleculares; teste Kruskal-Wallis.
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Figura 33 – Sobrevida global entre os subtipos moleculares de AdG. Os
pacientes metastáticos foram desconsiderados. Tempo em dias.

A composição do infiltrado inflamatório considerando os 7 tipos básicos de

células imunes não estratifica os subtipos histológicos ou moleculares, assim como

ambos tipos de classificação se misturam entre si: todos os subtipos moleculares

possuem representantes de ambos subtipos histológicos (Figura 34). No entanto,

independente do subtipo histológico, as amostras MSI e EBV tendem a ser o

grupo com maior proporção de linfócitos T CD8+, por exemplo. Isto sugere que

há outros fatores influenciando a composição do infiltrado inflamatório em AdG

que poderiam explicar melhor estes grupos de pacientes.

Além das comparações da composição do infiltrado inflamatório entre os

principais subtipos de AdG, o valor prognóstico das principais variáveis clínicas

associadas a AdG e da composição do infiltrado inflamatório foi avaliado. Para

isso, foi construído um modelo simples de Cox (Figura 35). Os resultados não

apontaram nenhuma associação significativa com exceção das variáveis com valor
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Figura 34 – Heatmaps da proporção estimada das 7 células nos subtipos
intestinal juntamente com a classificação molecular.
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prognóstico já conhecido como a idade ao diagnóstico e estadiamento.

Variável

Idade

Sexo:Masculino

Etnia
Negro
Branco

Lauren:Intestinal

Local
Cardia/Proximal
Fundo/Corpo

Estadiamento
II
III

IF7_CIBERSORT.Newman2015
B_cell
TCD4
TCD8
NK
Neutrophil
Macrophage
DC

N (total)

398

401

356

239

383

375

345

N (eventos)

152

152

134

88

144

143

132

Hazard Ratio [95% IC]

1.0186 [1.003,1.034]

1.1762 [0.837,1.654]

1.3332 [0.503,3.534]
1.2981 [0.824,2.045]

1.0139 [0.625,1.644]

1.0532 [0.702,1.581]
0.7571 [0.515,1.113]

1.8649 [1.022,3.405]
2.4007 [1.325,4.348]

0.602 [0.091,3.983]
0.1537 [0.013,1.758]

1.2618 [0.362,4.4]
1e−04 [0,44.334]

5.1645 [0.577,46.192]
1.2351 [0.375,4.066]
0.8107 [0.044,14.786]

P−Value

0.019 *

0.35

0.563
0.26

0.955

0.803
0.157

0.042 *
0.004 **

0.599
0.132
0.715
0.157
0.142
0.728
0.887

0 2.5 5 7.5 10 12.5 15 17.5 20 22.5 25 27.5 30 32.5 35 37.5 40 42.5 45 47
Hazard ratio [95% IC]

Figura 35 – Modelo simples de Cox de sobrevida global em amostras de
AdG (TCGA-STAD).

Estes resultados preliminares foram apresentados e discutidos em eventos

científicos (Apêndices ?? e ??). De importância, estas análises apontaram que,

mais do que a comparação entre os subtipos celulares individualmente, a combi-

nação das proporções de células linfóides e mielóides no infiltrado tumoral é que

pode estar associada a diferentes prognósticos (Stockmann et al. 2014; Becht et

al. 2016; Gajewski et al. 2013; Wang et al. 2016; Whiteside 2008). Além disso,

é importante considerar o estado funcional destas células: mais imunosupres-

sor/tolerogênico ou mais efetor/inflamatório/citotóxico. Para entender melhor

o contexto imunológico em câncer gástrico como fator prognóstico, a análise foi

expandida considerando mais subtipos celulares com a assinatura de LM22 e uti-

lizando quantidades absolutas da composição de células imunes, correlação dos

resultados com a expressão de genes de moléculas efetoras, além de relacionar o

perfil clínico e molecular dos pacientes de AdG aplicando uma nova classificação

baseada em assinaturas mutacionais.
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5.2.2 Características clínico-patológicas, assinaturas mutacionais e intera-

ção com contexto imunológico

Encontra-se bem documentado que mutações somáticas no genoma do cân-

cer são o resultado de processos mutacionais endógenos e exógenos. Por exemplo,

exposição a raios ultra violeta (UV), hábito de fumar cigarro, mutações induzi-

das pelos genes AICDA e da família APOBEC, responsável pela edição de ácidos

nucléico, e a deficiência em mecanismos de reparo do DNA, entre outros mecanis-

mos (Alexandrov et al. 2020). Particularmente, a deficiência na via de reparo de

mal pareamento do DNA (MMR, mismatch repair) encontra-se associada a um

fenótipo conhecido com instabilidade de instabilidade (MSI, microsatellite insta-

bility) que, por sua vez, é um biomarcador preditivo para resposta à imunoterapia

(Zhang et al. 2021; Zhao et al. 2019; Abida et al. 2019).

Embora 4 assinaturas sejam associadas à deficiência de MMR (dMMR),

permanece ainda a ser estabelecido sua relevância prognóstica bem como sua

etiologia. Nesse contexto, investigamos uma coorte com 787 amostras de ade-

nocarcinoma gástrico disponíveis em bancos de dados públicos (TCGA, ICGC

e cbioPortal) e do ACCCC a fim de avaliar o valor prognóstico das assinatura

mutacionais associadas com a falha nos mecanismos de reparo e ao fenótipo MSI

(detalhes da metodologia e coortes selecionadas descritos no trabalho publicado

Buttura et al. (2021), Apêndice A).

Ao total, foram detectadas (de novo) 7 assinaturas mutacionais, sendo

três relacionadas à dMMR. Das sete assinaturas mutacionais encontradas em

câncer gástrico, três tiveram associação com melhor prognóstico considerando a

sobrevida global na análise de modelo simples de Cox: S1 associada ao processo de

idade, e S4 e S5 associadas à falha no mecanismo de MMR (Figura 36; Apêndice

A). Dentre essas assinaturas assoaciadas à dMMR, a assinatura S4 foi a única

associada ao melhor prognóstico no modelo múltiplo de Cox (HR=0,59; CI[95%]:

0,37–0,96; p=0,033) (Figura 37, Apêndice A).
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Variable

Age

Race (White)

Lauren's Histology (Intestinal)

Tumor Site (Cardia/Proximal)

Stage
       II
       III

TMB

MSI−high

Molecular Subtype
       EBV
       GS
       MSI
       POLE

Mutational signatures exposure
       S1
       S2
       S3
       S4
       S5
       S6
       S7

N (total)

581

539

317

584

529
529

584

584

357
357
357
357

584
584
584
584
584
584
584

N (deaths)

224

206

124

224

206
206

224

224

134
134
134
134

224
224
224
224
224
224
224

Hazard Ratio [95% CI]

1.1906 [1.038,1.366]

1.4551 [1.104,1.918]

0.8441 [0.577,1.234]

1.2932 [0.943,1.773]

1.6673 [0.956,2.909]
2.5245 [1.475,4.322]

0.675 [0.495,0.92]

0.7389 [0.513,1.065]

1.0694 [0.595,1.923]
0.8094 [0.466,1.405]
0.6085 [0.378,0.979]
1.675 [0.409,6.859]

0.7235 [0.557,0.94]
0.7849 [0.61,1.01]

0.8678 [0.739,1.019]
0.6393 [0.428,0.956]
0.3387 [0.124,0.923]
0.8642 [0.674,1.108]
0.8873 [0.708,1.112]

P−Value

0.013 *

0.008 **

0.382

0.11

0.072
0.001 **

0.013 *

0.105

0.823
0.452
0.04 *
0.473

0.015 *
0.059
0.084

0.029 *
0.034 *

0.25
0.299

0 1 2 3 4 5 6 7
Hazard ratio [95% CI]

Figura 36 – Modelo de regressão simples de Cox para sobrevida global
considerando variáveis clínicas.* p<0,05; ** p<0,01. (Buttura et al. 2021) (Apêndice
A)

Variable

Age

Race (White)

Stage
II
III

S4

N (total)

484

484

484
484

484

N (deaths)

188

188

188
188

188

Hazard Ratio [95% CI]

1.2565 [1.071,1.475]

1.4467 [1.08,1.938]

1.8439 [0.993,3.422]
2.8682 [1.569,5.244]

0.598 [0.373,0.958]

P−Value

0.005 **

0.013 *

0.052
0.001 **

0.033 *

0.5 1 1.5 2 2.5 3 3.5 4 4.5 5
Hazard ratio [95% CI]

Figura 37 – Modelo de regressão múltiplo considerando as variáveis clínicas
significativas e exposição a assinatura S4.* p<0,05; ** p<0,001. (Buttura et al.
2021) (Apêndice A).

Os pacientes foram então classificados em S4-high e S4-low de acordo com

a exposição da assinatura S4. O ponto de corte para esta classificação foi o valor

do terceiro quartil. Este ponto foi escolhido considerando que o melhor ponto

de corte encontrado pela função "maxstat", que define a separação da curva de

sobrevida de Kapplan-Meier, encontrava-se no terceiro quartil. Assim, pacientes

com os 25% valores maiores de exposição da assinatura S4 foram classificados

como S4-high e o restante como S4-low.

De importância, revelamos que essa classificação baseada na exposição

da assinatura S4 encontra-se associada ao melhor prognóstico (Figura 38), agru-
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pando pacientes com diferentes características clínicas e moleculares, como sub-

tipo histológico de Lauren, local do tumor, subtipos moleculares, carga mutacio-

nal e heterogeneidade tumoral, sugerindo que esta classificação pode estratificar

melhor os pacientes. A Figura 39 ilustra algumas associações clínicas e molecu-

lares encontradas com esta estratificação (S4-high/S4-T e S4-low/S4-O).
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Figura 38 – Sobrevida global entre os grupos S4-high e S4-low (Buttura et
al. 2021) Teste log-rank; p<0,05. (Apêndice A)

Foi possível observar que os pacientes S4-high possuem em sua maioria

tumores do subtipo molecular MSI, intestinal, localizados na região mais distal,

com estadiamentos mais precoces e carga mutacional (TMB) elevada (Figura 39;

Apêndice A). Por outro lado, as características clínicas de subtipos difuso e GS,

localização mais proximal e estadiamentos mais avançados foram associadas ao

grupo de pacientes S4-low. Além disso, no grupo S4-low concentrou pacientes
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Figura 39 – Heatmap com valores normalizados para comparação entre os
grupos S4-T e S4-O mostrando a exposição da assinatura mutational S4
(MMR), carga mutacional (TMB), status MSI, genes MMR com mutação
somática (SRG) e heterogeneidade tumoral, bem como anotação de variá-
veis clínicas (sítio anatômico, classificação histológica de Lauren e subtipo
molecular).

com tumores de carga mutacional (TMB) de baixa a intermediária, e tumores

mais heterogêneos (indicado pelo MATH na Figura 39) do que no grupo S4-high.

A avaliação da composição do infiltrado inflamatório nas amostras do

TCGA, também indicou um microambiente tumoral mais responsivo nos paci-

entes S4-high (Figura 40). As análises de composição do infiltrado para os 22

tipos celulares e resultados do xCell mostraram que o grupo S4-high apresentou

significativamente maiores proporções de células citotóxicas e pró inflamatórias,

enquanto o grupo S4-low apresentou maiores quantidades de células imaturas e

imunorregulatórias (Figura 40 e Apêndice A). O aspecto de um microambiente

tumoral mais responsivo nos pacientes S4-high foi reforçado pela correlação po-

sitiva do grupo S4-high com a expressão de genes efetores da resposta imune
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citotóxica e checkpoints imunes, enquanto S4-low a correlação positiva foi com

genes associados a resposta de células T regulatórias (Figura 41).
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Figura 40 – Comparação das quantidades de células imunes estimadas pelo
método CIBERSORT entre os grupos S4-high e S4-low. * p<0,05; ** p<0,001;
***p<0,0001

A lista desses genes efetores utilizada para análise de correlações e ava-

liação da resposta imunológica efetora está descrita na Tabela 5. Este foi um

compilado dos principais genes efetores e marcadores utilizados em citometria de

fluxo e associados à imunoterapia.

Concluimos então, que o grupo S4-high foi associado com melhor prog-

nóstico, sugerindo que a classificação baseada na exposição de uma assinatura

mutacional conseguiu resgatar, independente das características clínicas e mole-

culares, os pacientes com melhor prognóstico (Apêndice A).

A fim de entender melhor os aspectos imunes em câncer gástrico, comple-

mentando os resultados encontrados e detalhando o possível valor prognóstico do

contexto imunológico nestes pacientes, foi feito um novo modelo simples de Cox
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0.8
1
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1
0.1
0.01
0.001
0.0001

< 0.01*

Groups

Immune Subtypes

MLH1

Fonte: Buttura et al. (2021)

Figura 41 – Expressão gênica de genes marcadores de resposta imune com
diferença significativa entre os grupos S4-high e S4-low. A expressão gênica foi
classficada pelos quartis, sendo Q1 valores menores que o primeiro quartil, Q2, entre o primeiro
quartil e a mediana, Q3, entre a mediana e terceio quartil e Q4, valores maiores que o terceiro
quartil.

com a inclusão da composição de células e expressão de genes efetores (Figura

42). Avaliando primeiramente as características clínicas de AdG de um modo

geral (coorte TCGA-STAD, n=439 amostras), pode-se observar a idade e esta-

diamento como variáveis clínicas importantes ao prognóstico (p<0,05). Além

disso, a composição estromal do infiltrado tumoral (estimativas pelas ferramen-

tas xCell (Aran et al. 2017) e ESTIMATE (Yoshihara et al. 2013), bem como

o subtipo MSI apresentam uma tendência de relação com melhor prognóstico.

Considerando a coorte maior (Buttura et al. 2021), o subtipo MSI também foi

considerada como uma variável importante para o prognóstico, diminuindo o risco

de óbito.

Em seguida, investigamos a associação prognóstica da expressão de genes

da resposta imune. De uma lista de 85 genes relacionados à resposta imune (Ta-

bela 5), 6 tiveram a expressão gênica associada significativamente ao prognóstico

(Figura 43, p<0,05). A maior expressão de genes das citocinas IL9 e IL4, rela-
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Variável

Idade

Etnia (vs Asiatico)
       Negro
       Ilha do Pacifico
       Branco

Sexo (vs Feminino)
       Masculino

Sitio tumoral (vs Antro/Distal)
       Cardia/Proximal
       Fundo/Corpo
       JGE
       Outro

Subtipo Molecular (vs CIN)
       EBV
       GS
       MSI
       POLE

Histologia Lauren (vs Difuso)
       Intestinal

Estadiamento (vs I)
       II
       III

Estadiamento N (vs N+)
       N0
       NX

Estadiamento T (vs T1/2)
       T3/4
       TX

MSIseq_MSI_status (vs MSI−H)
       Non−MSI−H

Estimate
       Stromal_score
       Immune_score

Subtipo Imune (vs C1)
       C2
       C3
       C4
       C6

xCell
       ImmuneScore
       StromaScore

MATH

N (total)

387

345
10
1

264

390
267

380
58
143
41
5

340
28
45
70
5

239
175

373
165
157

389
129
17

390
286

9

390
328

336

345
196
34
9
5

336

384

N (eventos)

152

134
6
1

108

152
108

145
27
48
13
1

130
11
17
22
2

88
67

143
60
73

152
33
5

152
120

5

152
130

132

132
70
13
2
3

132

150

Hazard Ratio [IC 95%]

1.0186 [1.003,1.0345]

1.3332 [0.5029,3.5342]
7.9125 [1.0559,59.2941]
1.2981 [0.8241,2.0447]

1.1762 [0.8367,1.6535]

1.2086 [0.7654,1.9084]
0.7566 [0.5145,1.1127]
0.8157 [0.4376,1.5204]
0.2933 [0.0405,2.1224]

0.9732 [0.5179,1.8288]
0.8195 [0.4721,1.4224]
0.638 [0.3907,1.0416]
1.6667 [0.407,6.8258]

1.0139 [0.6254,1.6437]

1.8649 [1.0215,3.4047]
2.4007 [1.3255,4.3482]

0.4921 [0.3309,0.7318]
1.7214 [0.7017,4.2228]

1.7397 [1.1618,2.6051]
8.1629 [3.1331,21.2677]

1.461 [0.9504,2.2459]

1.0003 [1.0001,1.0005]
1.0001 [0.9999,1.0003]

0.7655 [0.525,1.1163]
0.8141 [0.4392,1.5088]
0.6052 [0.1468,2.4944]
1.9154 [0.5897,6.2218]

0.8309 [0.3371,2.0478]
4.0777 [0.8452,19.674]

0.9996 [0.988,1.0113]

P−Value

0.019 *

0.563
0.044 *

0.26

0.35

0.416
0.156
0.521
0.224

0.933
0.479
0.072
0.478

0.955

0.042 *
0.004 **

0 **
0.236

0.007 **
0 **

0.084

0.014 *
0.566

0.165
0.514
0.487
0.28

0.687
0.08

0.945

0 5 10 15 20 25 30 35 40 45 50 55 60
Hazard ratio [IC 95%]

Figura 42 – Modelo simples de Cox para sobrevida global considerando
as variáveis clínicas, moleculares e imunes nas amostras de AdG (TCGA-
STAD).
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Tabela 5 – Revisão de métodos de avaliação da composição de infiltrado
inflamatório utilizando dados de expressão gênica.

Genes associados à resposta inflamatória/citotóxica:
IL1A,IL1B, IL2, IL6, IL8, IL9, IL12A, IL12B, IL17A, IL17F, IL23A, TNF
(TNF-alfa), IFNG (IFN-gama), GZMA, GZMB, PRF1, LAMP1 (CD107)
Genes associados à resposta supressora/exaustão:
IL4, IL5, IL10 , IL13, TGFB1 (TGF-beta), PDCD1 (PD-1), CD274 (PD-L1),
PDCD1LG2 (PD-L2), CTLA4, LAG3, HAVCR2 (TIM3), ITGAE (CD103),
ENTPD1 (CD39), FOXP3
Genes associados à resposta coestimulatória/apresentação de antí-
genos:
CD40, CD80, CD86, ICOS, B2M, TAP1, TAP2, HLA-A, HLA-B, HLA-C,
HLA-E, HLA-G, HLA-F, HLA-DOA, HLA-DOB, HLA-DMA, HLA-DMB,
HLA-DPA1, HLA-DPB1, HLA-DPB2, HLA-DQA1, HLA-DQA2, HLA-DQB1,
HLA-DQB2, HLA-DRA, HLA-DRB1, HLA-DRB5, HLA-DRB6
Genes marcadores básicos de células imunes:
CD19 (linfócitos B), MS4A1 (CD20, linfócitos B), IL2RA (CD25, Treg),
FOXP3 (Treg), CD3E (linfócitos T), CD3D (linfócitos T), CD4 (linfócitos
T), CD8A (linfócitos T), KLRD1 (CD94, células NK), KLRC1 (NKG2A, cé-
lulas NK), KLRC2 (NKG2C, células NK), KLRK1 (NKG2D, células NK),
KIR2DL4 (células NK), KIR2DL3 (células NK), KIR3DL2 (células NK),
NCAM1 (CD56, células NK), CXCR1 (neutrófilos), CXCR2 (neutrófilos), IT-
GAM (CD11b, células mielóides), ITGAX (CD11c, células mielóides), CD14
(células mielóides), FCGR3A (CD16, células mielóides), CD1A (células den-
dríticas), CD163 (macrófagos), CD68 (macrófagos), MS4A6A (macrófagos)

cionadas a respostas imunes do tipo Th2, foi associada ao maior risco de óbito,

enquanto maior expressão de PDCD1 (molécula PD1) foi associada a menor risco

de óbito (Figura 43).

Figura 43 – Modelo simples de Cox para sobrevida global considerando
expressão de genes efetores da resposta imune em amostras de AdG (TCGA-
STAD).

Para avaliação prognóstica da composição das células imunes, foi determi-
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nado um ponto de corte para cada tipo celular com a função maxstat, que define

o ponto de corte associado ao menor valor de p na análise de sobrevida. Menores

quantidades de células B naive, linfócitos T CD4 desativados (resting), monóci-

tos, macrófagos (M1 e M2) e mastócitos ativados foram associadas significativa-

mente ao melhor prognóstico (Figuras 44). Menores quantidades de macrófagos

M1 e mastócitos ativados sugerem que o ambiente mais inflamatório de resposta

imune do tipo inata teria pior prognóstico. Já maiores quantidades de células B

de memória, plasmócitos, linfócitos T CD8+ e helper foliculares (Tfh) e células

dendríticas ativadas tiveram associação (ou tendência) com melhor prognóstico,

diminuindo o risco de óbito (Figura 44). Além disso, menores quantidades de

linfócitos T reguladores (Treg) foram associados ao menor risco de óbito (Figura

44).

Figura 44 – Modelo simples de Cox para sobrevida global considerando
quantidade estimada de células imunes em amostras de AdG (TCGA-
STAD).

Comparada à análise com 7 tipos celulares básicos, a avaliação da compo-

sição do infiltrado inflamatório em AdG utilizando mais subtipos celulares rela-

cionados com o aspecto funcional da resposta imune no microambiente tumoral

é mais informativa e permitiu determinar algumas associações prognósticas sig-

nificativas. Há indícios de que a formação de estruturas terciárias linfóides, com

base na composição e relação prognóstica de linfócitos Tfh, células B ativadas e
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linfóctos T CD8+, é importante para o bom prognóstico em AdG. Por outro lado,

células e expressão de genes relacionados à resposta inflamatória, como mastóci-

tos, macrófagos M1 e genes de citocinas como IL4 e IL9, foram assoaciados ao

pior prognóstico.

Considerando a classificação dos pacientes em S4-high e S4-low, foi feita a

correlação das células entre si e, em seguida, com os genes marcadores de resposta

imune descritos na Tabela 5. A expressão dos genes foi normalizada com o valores

de 1 - pureza do tumor estimados pelo método ESTIMATE (Yoshihara et al.

2013).

A correlação entre as células sugere dois perfis diferentes de resposta imune

associadas aos grupos S4-high e S4-low (Figura 45). No primeiro, a ideia de

formação de estruturas terciárias linfóides é reforçada pelas correlações positivas

observadas entre os linfócitos B de meméria, Tfh e T CD8. Além disso, há tabém

correlações positivas entre as célula citotóxicas, como linfócitos T gama-delta, e

macrófagos do tipo M2.

Já o grupo S4-low mostrou um perfil com correlações positivas entre linfó-

citos Tregs e linfócitos T CD4 resting, caracterizando um mecanismo imunorre-

gulatório diferente. Isso fortaleca as primeiras associações encontradas nas com-

parações das células individuais entre os grupos, de que o grupo S4-high possui

um microambiente mais imuno efetor, com assoaciação entre os linfócitos B e T,

enquanto que o grupo S4-low possui um microambiente caracterizado pela ação

de linfócitos Treg (Figura 45).

A análise de correlação global das células e com a expressão de genes da

resposta imune e de genes do repertório de receptores dos linfócitos T e B tam-

bém mostrou diferentes padrões de correlações funcionais entre os dois grupos.

De importância, no grupo S4-high observamos correlações positivas significati-

vas restritas às células T CD8, T CD4 de memória ativadas, T gama delta e

macrófagos com genes de checkpoints imunes, de moléculas efetoras citotóxicas

(IFNG, GZMA, GZMB, PRF1 ), genes relacionados à apresentação de antígenos
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Figura 45 – Correlograma de Pearson entre as quantidades de células esti-
madas por grupo S4-high e S4-low.
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e de moléculas HLA de classe II (Figura 46).

O grupo S4-low, por sua vez, apresentou correlações positivas, de uma

maneira generalizada entre várias células com os genes de checkpoint imunes e de

moléculas HLA de classe I e II, com destaque para correlação menor de linfócitos

T gama delta e correlações mais fortes para Tregs, se comparado com grupo

S4-high (Figura 46).

Considerando os genes de repertório de receptores de linfócitos T e B, o

que observamos foi uma confirmação das correlações positivas mais concentradas

nas células efetoras no grupo S4-high (linfóictos B de memória, linfócitos T CD4

e T CD8, e macrófagos) enquanto que no grupo S4-low as correlações não se

destacam entre os subtipos celulares. Além disso, ficou evidente uma resposta de

oposta entre linfócitos e mastócitos no grupo S4-low (Figura 47) e uma resposta

de linfócitos B muito mais forte no grupo S4-high (Figura 48).
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Figura 46 – Correlograma de Pearson da expressão de genes efetores da resposta imune por grupo S4-high e S4-low.
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Figura 47 – Correlograma de Pearson da expressão de genes do repertório de receptores de linfócitos T (TCR) por grupo
S4-high e S4-low.
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Figura 48 – Correlograma de Pearson da expressão de genes do repertório
de receptores de células B (Ig) por grupo S4-high e S4-low.
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6 CONCLUSÕES

Atualmente, esforços têm sido feitos para elucidar as interações que exis-

tem entre tumor e os componentes do sistema imunológico, principalmente a

fim de descrever novos preditores prognósticos. Considerando o papel chave do

sistema imunológico, por exemplo, em processos inflamatórios, produção e apre-

sentação de citocinas e reconhecimento de antígenos, as células imunes no micro-

ambiente tumoral podem influenciar a resposta ao tratamento, seja convencional

ou por imunoterapia, o que está diretamente relacionado ao desfecho clínico do

paciente.

Este trabalho destaca a importância da avaliação global do microambi-

ente tumoral, seus aspectos moleculares e composição de células, que, em câncer

gástrico, se mostraram mais informativas quanto ao prognóstico dos pacientes.

Nossos achados reforçam o valor prognóstico das assinaturas mutacionais na es-

tratificação de pacientes com melhor prognóstico, independente das atuais carac-

terísticas clínicas de subtipo histológico e sítio do tumor. Concluímos ainda que

as características do microambiente tumoral nesses pacientes indicam qual tipo

de resposta está ativa.

Nossos achados endossam a relevância da avaliação do contexto imuno-

lógico na prática clínica ao considerar seu potencial valor preditivo de resposta

às terapias atuais. A avaliação global dos níveis de expressão gênica em amos-

tras tumorais revelam aspectos funcionais e ativos no microambiente com grande

pontencial de auxiliar na predição de melhores estratégias de tratamento, novos

alvos terapêuticos e biomarcadores prognósticos.
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Simple Summary: Mutational signatures due to DNA mismatch repair deficiency (dMMR) is com-
mon in many cancers. However, the prognostic value of dMMR-associated mutational signatures
remains to be assessed. Here, we performed a de novo extraction of mutational signatures in a
cohort of 787 patients with gastric cancer. We detected three dMMR-related signatures, one of which
clearly discriminates tumors with MLH1 gene silencing through hypermethylation of its promoter.
We showed evidence that classification based on mutational signature exposure can be used to
identify groups of patients with common clinical, immunological, and mutational features related
directly to better prognosis.

Abstract: DNA mismatch repair deficiency (dMMR) is associated with the microsatellite instability
(MSI) phenotype and leads to increased mutation load, which in turn may impact anti-tumor immune
responses and treatment effectiveness. Various mutational signatures directly linked to dMMR have
been described for primary cancers. To investigate which mutational signatures are associated with
prognosis in gastric cancer, we performed a de novo extraction of mutational signatures in a cohort of
787 patients. We detected three dMMR-related signatures, one of which clearly discriminates tumors
with MLH1 gene silencing caused by promoter hypermethylation (area under the curve = 98%).
We then demonstrated that samples with the highest exposure of this signature share features related
to better prognosis, encompassing clinical and molecular aspects and altered immune infiltrate
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composition. Overall, the assessment of the prognostic value and of the impact of modifications
in MMR-related genes on shaping specific dMMR mutational signatures provides evidence that
classification based on mutational signature exposure enables prognosis stratification.

Keywords: mutational signature; gastric cancer; DNA mismatch repair; prognosis

1. Introduction

Cancer results from the sequential accumulation of DNA alterations, including single-
nucleotide mutations [1] that arise from various endogenous and exogenous processes [2].
Distinct DNA-damaging processes leave characteristic nucleotide base-change footprints
known as mutational signatures [3]. Researchers have extracted distinct mutational sig-
natures by examining large sets of human cancer genomes, and some of these signatures
have been registered in the COSMIC (CS) database (http://cancer.sanger.ac.uk/cosmic/
signatures) [4]. This pan-cancer analysis revealed the significant heterogeneity of opera-
tional mutational processes, which encompass mutation-triggering events as diverse as
the off-target activity of the AID/APOBEC family of cytidine deaminases, exposure to
ultraviolet light, tobacco smoking, and defective DNA mismatch repair (dMMR) [5,6].

Collectively, the understanding of the mechanistic basis and etiology of mutational
signatures may provide clues for cancer diagnosis and have prognostic value [7]. For ex-
ample, six mutational signatures have been associated with the BRAC1/2 gene dysfunction,
and most likely are predictive of the response to treatment with poly-ADP ribose poly-
merase (PARP) inhibitors [8]. Homologous recombination repair (HRR) deficiency features
based on these signatures allowed the prediction of BRCAness in patients with breast
cancer with a 98.7% sensitivity [8]. Additionally, given that nucleotide excision repair
(NER)-deficient tumors are more sensitive to certain treatments, somatic variations in the
ERCC2 gene, which encodes a key protein of the NER pathway, have also been linked to
characteristic mutational signatures [9,10]. Other mutational processes have been associ-
ated with the harboring of biallelic MUTYH germline mutations [11], which may indicate
deficient base excision repair (BER). Affected patients are eligible for genetic counseling [12]
and might benefit from immunotherapy [13].

In addition to the HRR, NER, and BER repair pathways, another mechanism un-
derlying oncogenic genomic variations occurs in tumors with impaired DNA mismatch
repair (MMR) which harbor elevated frequencies of single-nucleotide variants (SNVs) and
exceptionally high indel rates [14]. Recent studies have demonstrated that various tumors
with mismatch repair deficiency (dMMR; glioblastomas and gastrointestinal, endometrial,
and prostate tumors) are more responsive to programmed cell death protein 1 (PD1) im-
mune checkpoint inhibitors than MMR-proficient tumors are [15–17]. The microsatellite
instability (MSI) phenotype arises mainly because of the dMMR mechanism [18], and thus
serves together with the immunohistochemical detection of MMR genes (e.g., MLH1 and
MSH2) as a biomarker for the identification of patients with MSI/dMMR and a guide for
decisions about their clinical treatment.

A set of four mutational signatures (CS-6, CS-15, CS-20, and CS-26) has been associated
with the dMMR and/or MSI phenotypes, mainly in the context of colorectal cancer and
Lynch syndrome. CS-6 and CS-15 have also been described in the context of gastric
cancer [19]. Furthermore, an improved prognosis of gastric cancer has been associated with
dMMR/MSI status, without consideration of the mutational signature landscape [18,19].
It is thought that mutational signatures arise from multiple changes in pathway component
events [3,4], and thus its evaluation as a classifier may be more informative than a unique
clinical or molecular feature, which allows grouping patients with similar phenotypes
based on their mutational profiles.

In this study, we sought to identify mutational signatures associated with the prognosis
of gastric cancer and determine the significance of molecular events in MMR genes that
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shape these signatures in MMR-deficient gastric adenocarcinomas. The prognostic value of
the presence of these signatures was evaluated in a cohort of 787 patients with gastric cancer,
including 439 patients whose data is registered in The Cancer Genome Atlas (TCGA) and a
validation cohort of 170 patients with gastric cancer [20]. We further investigated whether
local tumor immune responses and prognoses varied according to the dMMR exposure
load. The stratification of patients with gastric cancer by dMMR mutational signature
appears to be related to tumor microenvironment and molecular features predictive of
the responsiveness to immune checkpoint blockade. Further studies are recommended to
confirm this in clinical practice.

2. Results
2.1. Mutational Signatures

Using signer [21] analysis to estimate de novo mutational signatures across three
gastric cancer cohorts, we identified seven mutational signatures (S1–7; Figure 1A) which
are related to signatures described in the CS database (CSs), as reflected by cosine similarity
scores (Figure 1B). S1 (related to CS-1) is associated with endogenous mutational processes
initiated by the spontaneous deamination of 5-methylcytosine; S2, S4, and S5 (related to
CS-6 and CS-15, CS-20, and CS-21 and CS-26, respectively) are associated with dMMR
and/or MSI; S3 (related to CS-3) is associated with the failure of DNA double-strand break
repair by homologous recombination; S6 (related to CS-17) is of unknown etiology; and S7
(related to CS-10) is associated with error-prone polymerase activity in the catalytic subunit
of DNA polymerase epsilon (POLE).

CS-3 (S3; Figure 1 and Figure S1) was the predominant signature, and the observations
in this study support previous characterizations of it in gastric cancer samples as having
a very high prevalence of small indels and base substitutions due to the failure of DNA
double-strand break repair by homologous recombination [19]. This finding suggests that
7–12% of patients with gastric cancers could benefit from platinum or PARP inhibitor
therapy. Notably, however, some patients not exposed to CS-3 were found to be highly
exposed to signatures associated with dMMR (S2, S4, and S5; Figure S1). This distinct
group of patients harbors features that might have prognostic relevance; we investigated
this possibility further.

2.2. dMMR Signatures and Prognostic Features

To assess whether dMMR signature exposure had prognostic value in patients with
gastric cancer, we first evaluated the influences of each mutational signature exposure
and its main possible clinical and molecular prognostic features—such as age at diagnosis,
ethnicity, tumor pathological stage, Lauren classification, anatomic site, tumor mutational
burden (TMB), and MSI status—on overall survival (OS) by fitting a simple Cox regression
model (Figure S2). We then fitted a multiple Cox regression model to the dataset using
prognostic features with significant p values (p < 0.05) in the simple model (Figure S2).
Data from 584 patients with gastric cancer and no metastasis at diagnosis for whom vital
status information (alive/dead) was available were included in simple and multiple Cox
regression models. The median and mean follow-up durations for these patients were
28.9 months (95% confidence interval (CI), 25.8–32.1 months) and 36.2 months (95% CI,
32.9–39.5 months), respectively.

Relative to other dMMR signatures, S4 exposure burden was associated with an
improved OS (hazard ratio (HR) = 0.59; 95% CI, 0.37–0.96; Figure 2A and Figure S3).
Thus, we focused on S4, which has the potential to offer important, clinically actionable
information for prognosis.
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Figure 1. De novo mutational signatures (Ss) in gastric cancer samples. (A) Mutational signatures in gastric cancer samples
from 787 patients, extracted from The Cancer Genome Atlas, International Cancer Genome Consortium, and cbioPortal
cohorts. (B) Heatmap of cosine similarities between de novo mutational signatures and COSMIC signatures (CSs).
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Figure 2. Forest plots of hazard ratios for overall survival (multiple Cox regression models) for (A) mutational signature
S4, (B) the tumor mutational burden (TMB), and (C) microsatellite instability (MSI) status and (D) MSI molecular subtype.
CI, confidence interval. * p < 0.05, ** p < 0.01.

Our analysis also revealed that higher TMBs were associated with improved OS
(HR = 0.66; 95% CI, 0.46–0.93; Figure 2B), consistent with previous findings [22]. OS was
not associated with high microsatellite instability (MSI-H) status or MSI molecular subtype
(Figure 2C,D). The calibration curves for 2-year OS indicated that all the models were
adequate (Figure S4).

We used the “maxstat” function in R to define groups according to S4 exposure. The
optimal cut-point was in the highest quartile (Q3); thus, patients with S4 exposure ≥ the Q3
level were allocated to the S4high status, and all other patients (<Q3 level) were allocated
to the S4low group. Survival curves differed significantly between these groups (p = 0.03,
Log-rank test); median OS durations were 72 months (95% CI, 48.0 months–∞) in the S4high

group and 37 months (95% CI, 28.0–68.0 months) in the S4low group considering the whole
follow-up (Figure S5, throughout 5-years overall survival). Next, we used an independent
gastric cancer cohort to validate that S4high conferred a survival benefit. In the Kaplan–Meier
analysis, the median OS duration had not been reached at 5 years (95% CI, 38.2 months–
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∞) in the S4high group and was 48 months (95% CI, 21.3 months–∞) in the S4low group,
supporting the presence of a trend toward a survival benefit for S4high (Figure S6).

2.3. Clinical and Molecular Features in the S4 dMMR Groups

We next further examined the clinical and molecular features of the S4high and S4low

groups. We first determined whether S4 exposure was represented equally in the three
cohorts. To avoid performing statistical tests with different numbers of samples, a sub-
sampling procedure was applied; 24 samples were selected randomly from each cohort
and the Kruskal–Wallis test was applied to this sub cohort. The procedure was repeated
1000 times, and all the p values were >0.05, indicating that the S4 exposure was similar in
all cohorts. These results reinforce the prognostic value of S4 signature independent of
ethnic background.

The clinical features associated previously with the improved prognosis of gastric
cancer, such as distal anatomic site and intestinal histology [23], were also enriched in
the S4high group (Table 1). This group also showed a significantly greater occurrence of
clinical variables known to be associated with worse gastric cancer prognosis, such as car-
dia/proximal anatomic site, diffuse histology, positive lymph-node metastasis (stage N+),
and advanced pathological stage (III and IV) [23] (Table 1). In addition, the predicted MSI-
H status, MSI, and POLE molecular subtypes were enriched in the S4high group, whereas
the genomically stable (GS) and chromosomal instability (CIN) molecular subtypes were
enriched in the S4low group (Table 1). Most (n = 119/160 (74%)) of the MSI-H cases were in
the S4high group, but the S4low group unexpectedly contained a small proportion of such
cases and the S4high group contained non-MSI-H cases (Table 1). Survival curves revealed
a trend for worse prognosis for MSI-H cases in the S4low group (median OS duration,
9.07 months; 95% CI, 9.0 months–∞) than non-MSI-H cases in the S4high group (median
OS, 53 months; 95% CI, 20.0 months–∞; Figure 3A). The prognosis seems to be better for
cases with the diffuse histological subtype in the S4high group (median OS not reached;
95% CI, 24.0 months–∞) than the intestinal histological subtype in the S4low group (median
OS 43.1 months; 95% CI, 28.0 months–∞; Figure 3B). These results indicate that classifica-
tion according to mutational signatures improved the stratification of patients within the
prognostic groups, independent of their previous clinical or molecular classification.

We also examined the tumor heterogeneity, TMB, and neoantigen count. Tumor
heterogeneity was evaluated quantitatively by the examination of the distribution of allele
frequencies and the calculation of mutant-allele tumor heterogeneity (MATH) scores [24].
We then performed a correlation analysis that incorporated the MATH score, S4 exposure,
and TMB (Figure 4). Correlations of the MATH score with TMB and S4 exposure were
negative in the S4high group and positive in the S4low group. In addition, the MATH scores
were higher in the S4low group than in the S4high group (p = 3.711 × 10−12, Mann–Whitney
U test). The TMB and neoantigen load correlated positively with S4 exposure in both
groups (Figure 4).

These findings suggest that tumors with high S4 exposure were more homogeneous
in the S4high group, and that reduced tumor heterogeneity together with a high TMB and
high neoantigen load is determinant of a good prognosis.
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Table 1. Clinicopathological features of gastric cancer samples according to mutational signature 4
DNA mismatch repair deficiency groups.

Variable
All (n = 787) S4low (n = 590) S4high (n = 197)

p Value
N % N % N %

Age (mean ± SD) 64.17 ± 11.73 64.17 ± 11.73 66.25 ± 10.68 0.0024

Gender 767 97 571 91 196 99

Female 274 0.36 192 0.34 82 0.42 0.0473Male 493 0.64 379 0.66 114 0.58
Race 726 92 546 93 180 91
White 275 0.38 203 0.37 72 0.40

0.7427Black 13 0.02 11 0.02 2 0.01
Asian 437 0.60 331 0.61 106 0.59
Other 1 0.00 1 0.00 0 0.00

Anatomic Site 627 80 495 84 132 67

Cardia/Proximal 168 0.27 148 0.30 20 0.15

0.0015Fundus/Body 212 0.34 166 0.34 46 0.35
Antrum/Distal 242 0.39 178 0.36 64 0.48

Other 5 0.01 3 0.01 2 0.02

Histology Lauren 467 59 383 65 84 43

Diffuse 150 0.32 132 0.34 18 0.21
0.0041Intestinal 301 0.64 235 0.61 66 0.79

Mixed 16 0.03 16 0.04 0 0.00

Stage T 712 90 526 89 186 94

T1-T2 181 0.25 132 0.25 49 0.26 0.8116T3-T4 531 0.75 394 0.75 137 0.74

Stage N 712 90 526 59 186 94

N0 173 0.24 115 0.22 58 0.31 0.0144N+ 539 0.76 411 0.78 128 0.69

Stage M 707 90 524 89 183 93

M0 623 0.88 461 0.88 162 0.89
0.9422M1 62 0.01 47 0.09 15 0.08

MX 22 0.03 16 0.03 6 0.03

Pathological Stage 715 91 546 93 169 86

I 85 0.12 58 0.11 27 0.16

0.0386II 220 0.31 160 0.29 60 0.36
III 289 0.40 228 0.42 61 0.36
IV 121 0.15 100 0.18 21 0.12

Molecular Subtype 403 51 289 49 114 58

CIN 223 0.55 206 0.71 17 0.15

<0.0001
GS 50 0.12 47 0.16 3 0.03

EBV 38 0.09 33 0.11 5 0.04
MSI 85 0.21 0 0.00 85 0.75

POLE 7 0.02 3 0.01 4 0.04

MSIseq Status 787 100 590 100 197 100

MSI-H 160 0.20 41 0.07 119 0.60 <0.0001Non MSI-H 627 0.80 549 0.93 78 0.40

Immune Subtypes 388 49 285 48 103 52

C1 128 0.33 101 0.35 27 0.26

<0.0001
C2 209 0.54 135 0.47 74 0.72
C3 35 0.09 34 0.12 1 0.01
C4 9 0.02 8 0.03 1 0.01
C6 7 0.02 7 0.02 0 0.00
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Figure 3. Five-year overall survival for subgroups of the mutational signature S4high and S4low

groups in the public cohort. (A) Comparison of cases with high microsatellite instability (MSI-H) and
in the S4low group with non-MSI-H cases in the S4high group. (B) Comparison of cases with diffuse
histology in the S4high group with those with intestinal histology in the S4low group. Log rank test
was used to compare the survival distributions of two groups.

2.4. S4 is Associated with Epigenetic Changes and Mutational Background in MMR Genes

To investigate the mechanisms underlying S4, we evaluated the epigenetic context and
mutational landscape of MMR genes in the S4high and S4low groups. Although the genes
associated with dMMR have been identified, the underlying main genetic modifications
that lead to each dMMR signature remain poorly characterized.

To improve our understanding of the determinant changes that influence the dMMR
signatures detected in this study, we first searched for epigenetic changes in the MMR
genes. In line with previous findings [25,26], we observed the down-regulation of MLH1
expression, driven by the hypermethylation of its promoter (Figure S7, rho = −0.81,
p-value < 0.001). To further assess the manner in which mutational exposure is asso-
ciated with epigenetic changes in the MLH1 gene, simple and multiple logistic regression
models were fitted to the dataset (Table 2). S4 exposure burden was associated with an
increased chance of MLH1 promoter methylation (hMLH1; odds ratio (OR) = 22.561; 95% CI,
7.909–64.353) and S5 exposure burden was associated with a decreased chance of such
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methylation (OR = 0.107; 95% CI, 0.048–0.238); no such association was found for the S2
exposure burden. This model showed adequate to good performance (Hosmer–Lemeshow
goodness-of-fit test: χ2(8) = 10.257, p = 0.247; Brier score = 0.0364; Figure 5A) and excellent
discrimination power (area under the receiver operating characteristic curve (AUC) = 0.982;
95% CI, 0.971–0.994; Figure 5B). Using the Youden index, we determined that the best cutoff
value was 0.125, which yielded a 95.45% sensitivity and a 95.82% specificity (Figure 5B).

Figure 4. Scatter plots of Spearman correlation between molecular features. S4, mutational signature 4. TMB, tumor
mutational burden; MATH, mutant-allele tumor heterogeneity.

Table 2. Simple and multiple logistic regression results for MLH1 methylation and DNA mismatch
repair deficiency mutational signatures.

Variable Coefficient Standard
Error

CI (95%) for
Coefficient p-Value OR

CI (95%) for
Coefficient

Lower Upper Lower Upper

Simple logistic regression model

ExpS2 4.772 0.5226 3.748 5.796 <0.0001 118.155 42.424 329.078
ExpS4 3.2424 0.3469 2.562 3.922 <0.0001 25.595 12.968 50.518
ExpS5 0.2725 0.1674 −0.056 0.601 0.104 1.313 0.946 1.823

Multiple logistic regression model

Intercept −2.640 0.300 −3.227 −2.052 <0.0001
ExpS2 1.304 0.730 −0.126 2.733 0.074 3.682 0.881 15.386
ExpS4 3.1162 0.5348 2.068 4.164 <0.0001 22.561 7.909 64.353
ExpS5 −2.231 0.4067 −3.028 −1.434 <0.0001 0.107 0.048 0.238
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Figure 5. Performance and power discrimination of the logistic model. (A) Q–Q plot showing that the propensity score
model was adequately calibrated, according to the Hosmer–Lemeshow test. (B) Summary of the receiver operating
characteristic (ROC) curve showing the power of discrimination for MLH1 methylation in mutational signature S4. AUC,
area under the receiver operating characteristic curve; CI, confidence interval.

We next looked for somatic and germline SNVs and indels in MMR genes (LIG1, POLE,
EXO1, MLH1, MLH3, MSH2, MSH3, MSH5, MSH6, PCNA, PMS1, PMS2, PMS2L3, PMS2L4,
POLD1, POLD2, POLD3, POLD4, and SSBP1). Six percent (n = 12/197) of patients harbored
somatic variations in the MLH1 gene; these patients were allocated to the S2high and S4high

groups, and no such mutation was observed among patients in the respective Slow groups.
Nine percent (n = 17/197) of patients in the S2high group harbored somatic variations in
the MLH3 gene. We also found that only 8% of patients in the S5high group (n = 8/100
considering TCGA cohort) harbored MSH5 germline mutations. Overall, we observed few
cases of mutated MMR genes in the Shigh groups.

These observations suggest that germline SNVs, somatic SNVs, and indels are not
the major modifications affecting MMR gene expression levels. hMLH1 was observed
in almost 60% of individuals in the S4 group (β ≥ 0.3), considering the TCGA dataset.
To validate this mechanism as a causative factor for S4, we examined genomic sequencing
data from three HAP1 cell samples (two MLH1 knockout and one MLH1 wild type). We
observed greater S4 exposure in the MLH1 knockout cell lines and greater S5 exposure in
the parental cell line (Figure S8), which identifies the absence of MLH1 as a strong cause of
the S4 mutational signature.

2.5. Somatic Changes Associated with S4

We further evaluated significantly mutated genes other than those related to MMR in
the S4high and S4low groups. We observed increased numbers of SNVs and indels in the
S4high group; most mutations in the S4low group were SNVs. These findings were expected,
considering that MSI/dMMR harbors a mutator phenotype [14].

The significantly mutated [27] gene set in the S4high group consisted of 102 genes. The
most commonly mutated genes in this group were ARID1A (42%), KMT2D (35%), and
TP53 (31%), in accordance with previous findings [28]; 56 other genes presented mutations
in at least 10% of patients (Table S1a). Somatic mutations in chromatin-regulating genes,
such as KMT2D (also known as MLL2) and ARID1A, may be associated with improved
survival [26]. Of the 24 significantly mutated genes identified in the S4low group, 12
were oncogenes associated with tumor progression or tumor suppressor genes (PIK3CA,
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KRAS, RHOA, CDH1, CTNNB1, ITGAV, SMAD4, TP53, CDKN2A, APC, PTEN, and PIK3R1;
Table S1c). These findings support previous reports of the occurrence of APC, CTNNB1,
SMAD4, and SMAD2 mutations among 215 non-hypermutated tumors from the TCGA
cohort, with somatic mutations in CDH1 and RHOA enriched in the GS and/or diffuse
histologic subtypes [28], as seen in our S4low group.

To assess other mechanisms underlying the remaining ~40% of mutations in the S4high

samples, we divided this group into hypermethylated and hypomethylated subgroups
according to the MLH1-based methylation levels. The TP53 gene was associated with
hypomethylation in the S4high group (OR = 0.314; 95% CI, 0.131–0.736; p = 0.006). However,
in a comparison of all significantly mutated genes (MutSigCV analysis, p < 0.05) between
the S4high and S4low groups, TP53 was the only mutated gene associated with the S4low

group (OR = 0.428; 95% CI, 0.293–0.622; p = 3.542 × 10−6). An additional analysis of the
somatic interactions (“somaticInteractions” function in the “maftools” package, available
in R) revealed exclusive interactions of TP53 in both groups, indicating different pathways
underlying tumorigenesis for each group [29]. Additional studies are necessary to indicate
a biomarker that encompasses both hyper and hypomethylated S4high patients.

2.6. Tumor Microenvironment in S4 Groups

To investigate the association of the tumor microenvironment with the improved
clinical outcomes seen in the S4high group relative to the S4low group, we determined
the immune cell infiltrate and stromal cell compositions in the groups using biomarker
gene expression methodologies. We found significantly greater proportions of infiltrating
cytotoxic and pro-inflammatory immune cells, such as CD8+ central and effector memory
T cells, CD4+ memory T cells, T helper 1 cells, gamma/delta T cells, natural killer (NK)
cells, M1 macrophages, and plasmacytoid dendritic cells, in the S4high group than in the
S4low group (Figure 6A and Figure S9). In contrast, immature and immune regulatory
dendritic cells were more common in the S4low group (Figure 6A and Figure S9).

Figure 6. Cont.
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Figure 6. The main immunological features associated with the mutational signature (S)4high and S4low groups. (A) Boxplots
showing the absolute quantification of immune infiltrate cells estimated by CIBERSORT. * p < 0.05, ** p < 0.01, *** p < 0.001,
Mann–Whitney U test. (B) Heatmap of immune effector gene (cytotoxic and immune checkpoints) expression. Normalized
gene expression levels for each marker gene were classified in quartiles. Q1, 0–25%; Q2, 25–50% (median); Q3, 50–75%; Q4,
75–100%. P values to the left of the heatmap for S4high vs. S4low expression were obtained using the Mann–Whitney U test.
These comparisons are also shown as boxplots in Figure S9.

To further characterize the immune regulatory environment associated with clinical
outcomes, we compared the expression levels of key genes coding for immunoregula-
tory and effector molecules that have proven to be important for the control of many
cancers [30,31]. Genes encoding the CD8+ T-cell–related cytolytic molecules granzyme
A/B and perforin-1 (GZMA and GZMB and PRF1, respectively), the inflammatory T-cell
response-related cytokine interferon (IFN)-γ (IFNG), other proinflammatory cytokines
(IL1B, IL6, and IL8), and the NK cell killer-cell immunoglobulin-like receptor family, as
well as T-cell activation marker genes (IL2RA and ICOS), showed greater expression
in the S4high than in the S4low group (Figure 6B and Figure S10). No difference in the
immunosuppression-related genes TGFB1, IL-10, and FOXP3 was observed between
groups, whereas the expression of ENTPD1 (encoding CD39, a protein associated with T
regulatory cell (Treg) immunosuppression activity) [32] was greater in the S4low than in the
S4high group (Figure 6B and Figure S10). Importantly, the expression of immune checkpoint
inhibitor genes (PDCD1 for the PD1 receptor; CD274 for programmed death ligand (PDL)-1;
PDCD1LG2 for PD-L2; HAVCR2 for TIM3, LAG3, and CTLA4) was also greater in the S4high

group (Figure 6B and Figure S10), suggesting a relationship with a more immunologically
activated tumor microenvironment [33]. The expression of HLA, antigen-processing, and
presentation-related genes (e.g., CD86, B2M, HLA class II genes, HLA-E, HLA-C, TAP1, and
TAP2) was also greater in the S4high group (Figure S10). The observation of previously char-
acterized immune subtypes [34] reinforces the finding that the tumor microenvironment
in the S4high group is more immunologically active, composed predominantly of the C2
(IFN-γ) immune subtype, with a significantly greater proportion of this subtype than that
observed in the S4low (Table 1, Figure 6B). This subtype has been associated with highly
mutated tumors [34]. On the other hand, the S4low group displayed greater proportions of
the C3 (inflammatory) and C1 (wound healing) immune subtypes [34] (Table 1, Figure 6B).
The C2 immune subtype appeared to be less activated in the S4low group than in the S4high

group, with a reduced relative gene expression of immune effector molecules (Figure 6B).
Together, these findings indicate that the immune microenvironment in the S4high group is
strongly activated relative to that in the S4low group.
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In the evaluation of stromal cells by xCell analysis, scores for myocytes, chondrocytes,
hematopoietic stem cells, endothelial cells (microvascular and lymphatic), and fibroblasts
(pericytes and mesangial cells) were higher in S4low group (Figure S9). Pericytes and
endothelial cells are important cellular components of the tumor microenvironment that
have been associated with the worst prognosis, considering the high risks of angiogenic
events and metastasis [35–37]. Overall, the stromal score in the S4low group was higher than
that in the S4high group, demonstrating an association with the worst prognosis (Figure S9).

3. Discussion

In this study, we conducted a comprehensive and integrated analysis of the impacts
of MMR-related gene alterations on specific mutational signatures associated with gastric
cancer. We present evidence that the identification of dMMR can be used not only for MSI
phenotype classification, but also as a potential indicator of prognosis besides assembling
potential patients with a peculiar tumor microenvironment that would respond to immune
checkpoint inhibitors.

We performed a de novo extraction of mutational signatures based on somatic SNVs
across four whole-exome sequencing cohorts, encompassing 787 gastric cancer samples
derived mainly from populations of European and Asian descent. We found seven mu-
tational signatures, three of which were related to dMMR. S4, related to the previously
described CS-20, was the only dMMR signature with significant prognostic value; this
value was validated in a local cohort of patients with gastric cancer, which was distinct
in terms of molecular ancestry and some clinical and molecular features (e.g., Lauren’s
histology and tumor heterogeneity). Diffuse/mixed histology was predominant in this
cohort, whereas the public cohorts were enriched in the intestinal subtype. Furthermore,
the S4low group in this independent cohort was less heterogeneous than the S4low group
from the public cohorts and the S4high groups from both cohorts. Nevertheless, patients in
the S4high groups, including that of this cohort, had a better prognosis.

The main mechanism associated with MMR impairment in samples with S4 exposure
seemed to be hMLH1. The disruption of MLH1 in vitro using a CRISPR/Cas9 assay
reproduced CS-20 [38], which resembles S4. In this study, we identified an endogenous
epigenetic mechanism for this signature in patients with gastric cancer. We also reproduced
S4 in an isogenic cell model in which MLH1 knockout cells had a high S4 exposure. Thus,
we conclude that the loss of MLH1 gene expression due to promoter hypermethylation and
mutagenesis loss of function result in the same mutational signature.

The CpG island methylator phenotype is a well-documented early event in tumori-
genesis, preceding hMLH1 in solid tumors, which in turn drives the MSI-H pheno-
type [25,26,28]. In contrast, the low MSI and microsatellite stability gastric carcinoma
subtypes have unmethylated MLH1 promoters and regular MLH1 activity [25]. In this
study, we observed that most MSI-H cases were in the S4high group, but that a small
fraction of these cases were in the S4low group. This observation is in line with previous
reporting that about one fourth of MSI-H cases have distinct molecular features and poor
prognoses [39]. In addition, the presence of non–MSI-H cases in our S4high group shows
that mutational signature exposure can be used to cluster samples independently of their
MSI status. Furthermore, we identified a few cases (4%) in the S4high group that did not
present hMLH1, but carried somatic mutations in the MLH1 gene that apparently lead to a
loss of function of the encoded protein. Thus, we demonstrated that hMLH1 is the main
mechanism driving S4 (CS-20) in gastric cancer. Furthermore, we observed that patients
without hMLH1 harbor TP53 mutations, suggesting another mechanism associated with
dMMR signatures in this subset of patients.

We also demonstrated a strong correlation between S4 exposure and the TMB, which
showed significant prognostic value for survival. Hypermutated tumors have been shown
to have a better prognoses and good responses to immunotherapy, apparently due to
neoantigen enrichment and intrinsic antitumor immune responses [40,41]. However,
most thresholds for the identification of samples with high TMBs vary with tumor type,
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and some do not necessarily predict a better treatment response due to intratumoral
heterogeneity [41–43]. Here, we observed that most mutations associated with the S4high

signature are clonal, which is important for the prediction of better treatment.
High degrees of intratumoral heterogeneity have been associated with incomplete

responses to therapy, higher relapse rates, and poor clinical outcomes [44,45]. The increased
genomic instability observed in MSI/dMMR and CIN tumors is the major driver of such
heterogeneity [44,46]. However, the most unstable tumors (those with the greatest somatic
SNV or copy number alteration burdens) are not the most intrinsically heterogeneous [46].
The greatest degree of intratumoral heterogeneity was found in tumors with relatively large
numbers of somatic mutations and copy number alterations, which can be associated with
exogenous mutagens, including those induced by viral infections and tobacco smoking.
These tumors have large numbers of subclonal mutations related to late events and exhibit
frequent chromosomal instability associated with the CIN subtype, TP53 mutations, and
APOBEC-related mutational signatures (previously related to the Epstein–Barr virus (EBV)
gastric cancer subtype) [6,46]. Similarly, we observed greater tumor homogeneity in the
S4high than in the S4low group. Thus, antitumor immune responses may be more effective
in the S4high group due to the intermediate to high TMBs and MSI and CIN molecular
phenotypes, associated with lesser tumor heterogeneity. A recent meta-analysis revealed
the importance of the MSI status to the treatment response in patients with gastric cancer, as
its findings suggested that patients with MSI-H status may not benefit from perioperative
or adjuvant therapy and could undergo surgery without these treatments [47].

Several studies have shown that the tumor microenvironment at diagnosis can be
used to predict treatment response and clinical outcome [48,49]. The balance of inflamma-
tory/cytotoxic immune cells with elements of an effective antitumor response, including
regulatory cells and suppressor signals, may indicate which patients will intrinsically have
such responses and thus a better prognosis.

The EBV and MSI subtypes of gastric cancer have been associated with greater immune
infiltration and responsiveness to immunotherapy, as well as better prognoses [49]. In
this study, we observed many elements indicating that the tumor microenvironment in
the S4high group was more active than that in the S4low group, aggregating both cases
of MSI and EBV molecular subtypes. In general, the absolute quantification of immune
cell subtypes and differential gene expression using CIBERSORT [50] and the calculation
of gene set enrichment analysis (GSEA) scores in xCell [51] revealed a greater activity of
proinflammatory and cytotoxic cells, as well as more antigen processing and presentation,
in the S4high group. In contrast, although the S4low group contained some immunogenic
tumors, the predominant environment in this group was enriched in Treg lymphocytes and
M2 macrophages, related to worse prognosis [48,49]. In addition, the S4low group harbored
stroma-enriched tumor microenvironments associated with poor prognosis [36].

4. Materials and Methods
4.1. Clinical and Genomic Data from Public Cohorts

Clinical and molecular data for 787 gastric adenocarcinoma samples were extracted
from the following non-redundant public cohorts: (i) TCGA (STAD-US cohort, n = 439)
(ii) cBioPortal (n = 226; composed by UHK (n = 19) [52], UHK/UHK_Pfizer (n = 100) [52],
TMUCIH (n = 17) [53] and GACA-JP (n = 30) [54] cohorts), and (iii) the International
Cancer Genome Consortium (ICGC, GACA-CN cohort, n = 122; Table S2 (available at
https://dcc.icgc.org/projects/GACA-CN)). TCGA data were accessed on 4 October 2018
and correspond to the MC3 variant calling project, which is a comprehensive effort to
detect consensus mutations and forms the basis of the Pan-Cancer Atlas initiative [55].
Data from the cBioPortal and ICGC cohorts, composed of patients of Asian descent, were
last assessed on 9 January 2019.

Raw reads from matched non-tumor exomes including MMR genes were downloaded
from the TCGA dataset and used to detect germline SNVs following the Genome Analysis
Tool Kit’s (GATK’s) best practices for germline alteration calling. We also used filters to
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select mutations with a variant allele frequency ≥0.3 and a minimum depth coverage of 10
reads. The “dbNSFP_MetaLR_rankscore” annotation was used to filter out synonymous
mutations (dbNSFP_MetaLR_rankscore ≤0.6). Fragment per kilobase million values from
380 TCGA stomach adenocarcinoma (STAD) samples were used to normalize the gene
expression profiles. Methylation, quantified using β values (range, 0–1), was available for
the TCGA cohort. We then used CpG sites to detect hypermethylated and hypomethylated
MMR gene promoters (threshold, β ≥ 0.3). The baseline clinical features of the cases from
each cohort are summarized in Table S3.

4.2. Clinical and Genomic Data from the Validation Cohort

Patients in the validation cohort were enrolled prospectively in an institutional study
of the epidemiology and genomics of gastric adenocarcinomas in Brazil [20]. This study
was approved by the local ethics committee, and all the participants provided written
informed consent [20]. The clinical and molecular characteristics of the 170 patients in the
validation cohort are provided in Table S4.

Genomic DNA was extracted from frozen tissues (n = 165) using the AllPrep DNA/RNA
Mini Kit (Qiagen), QIASymphony THC 400 device (Qiagen), or phenol/chloroform/isoamyl
alcohol precipitation. Genomic DNA was extracted from formalin-fixed paraffin-embedded
tissues (n = 4) using the RecoverAll Total Nucleic Acid Isolation Kit (Thermo Fisher).
One sample was from a gastric wash. Exome libraries were prepared using the Agilent
SureSelect V6 kit and sequenced using Illumina platforms (HiSeq4000, 100 bp, n = 33;
Novaseq, 150 bp, n = 137; paired-end reads for both). Somatic SNVs were called using
an in-house pipeline following the GATK’s best practice guidelines [56], as described
previously [6]. Briefly, the raw reads were aligned using the Burrows–Wheeler aligner
with default settings to assemble GRCh38. Next, the alignment files were converted to
a binary alignment map (BAM) files, sorted, and filtered to exclude reads with mapping
quality scores <15. The retained reads were processed using SAMtools (v1.9) and Picard
(v3.8; https://broadinstitute.github.io/picard/), which exclude low-quality reads and
polymerase chain reaction duplicates, respectively. Finally, somatic SNV calling was per-
formed for the whole-exome data from analysis-ready BAM files using Mutect2 (v3.8) for
tumor samples, followed by filtering with a panel of 16 unmatched non-tumor leukocyte
samples. Extensive filtering was applied to remove samples with a low mapping quality,
as well as strand and position biases and oxoguanine oxidative artifacts. Residual germline
mutations from the Genome Aggregation Database (https://gnomad.broadinstitute.org/)
and Online Archive of Brazilian Mutations (http://abraom.ib.usp.br/) were removed.
The raw sequencing data (fastq files) were deposited in the Sequence Read Archive
(http://www.ncbi.nlm.nih.gov/sra; accession no. PRJNA505810).

4.3. Statistical Analyses

Data on baseline patient characteristics are expressed as absolute and relative frequen-
cies for qualitative variables and as means ± standard deviations for quantitative variables.
Mutational signature exposure and the TMB were considered to be continuous variables.
Associations between qualitative variables were evaluated using the chi-squared test or
Fisher’s exact test, as appropriate. Comparisons of the means of quantitative variables and
groups were evaluated using the t-test or Mann–Whitney U test, as appropriate.

Overall survival functions were generated using the Kaplan–Meier estimator and
compared between Shigh and Slow groups using the log-rank test. A semiparametric Cox
proportional-hazards model was fitted to the dataset to describe relationships between
OS and the main clinical features. HRs and 95% CIs were calculated for all variables.
A backward stepwise selection algorithm was applied, with different significance levels
required to enter (p = 0.10) and remain in (p = 0.05) the model. Variables that acted
as confounders (>20% change in coefficient) were also removed from the model. The
proportional-hazards assumption was assessed based on the Schoenfeld residuals [57]. The
analysis provided evidence that all the covariates had constant effects over time.
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Multivariate analyses were performed to examine the main clinical features associated
previously with OS (e.g., age, pathological stage, Lauren tumor subtype, and ethnicity),
mutational signature exposures associated with dMMR, and molecular features (TMB
and MSI status). Forest plots were created based on the results of the final multiple Cox
regression model. Patients with metastasis were excluded from these analyses. In addition,
we fitted simple and multiple logistic regression models to assess the effects of S2, S4, and S5
exposure on MLH1 methylation. The overall performance, calibration, and discriminatory
power of the final multiple logistic regression model were assessed using the Brier score, the
Hosmer–Lemeshow goodness-of-fit test, and the AUC, respectively [58]. We also assessed
the goodness of fit using a Q–Q plot. The significance level was fixed at 5% for all the tests
(two-sided). Statistical analyses were performed using the R software (v3.5).

4.4. Mutational Signatures in Cell Lines

CRISPR-Cas9 knockout clones for MLH1 were generated in human HAP1 cells using
the guide RNA sequence 5′-AAGACAATGGCACCGGGATC-3′. Clonal populations with
MLH1 frameshift mutations were cultured for 3 months to allow for the accumulation of
mutations during cellular division [59]. To identify mutations, genomic DNA was submit-
ted to whole-genome sequencing. De novo somatic mutations, including substitutions,
indels, and rearrangements, in subclones were identified by removing all mutations seen
in parental clones. Next, SNVs were mapped onto trinucleotide sequences by including
the 5′ and 3′ neighboring base contexts, followed by the estimation of the degree of sample
exposure to previously detected mutational signatures [21].

4.5. Mutational Signature Estimation

All six classes of SNV (C > A, C > G, C > T, T > A, T > C, and T > G) from the public
cohorts were mapped onto trinucleotide sequences by including the 5′ and 3′ neighboring
base contexts. Next, the SNV spectrum with 96 trinucleotide mutation types for all samples
from the public cohorts was loaded into signer [21] for the estimation of the optimal number
of mutational signatures based on the median Bayesian information criterion. We next
used cosine similarity (>0.7) to compare the de novo extracted mutational signatures with
those described in the CS database (v2).

The SNV spectrum with 96 trinucleotide mutation types for samples from the valida-
tion cohort was loaded into signeR to estimate the degree of sample exposure to previously
identified mutational signatures from the public cohorts. Samples exhibiting greater expo-
sure (≥the third quartile level) to a given signature were assigned to the Shigh groups and
those with lesser exposure (<the third quartile level) were assigned to the Slow groups.

4.6. Molecular Features

We used the MSIseq [21] software for MSI status (MSI-H and non–MSI-H) predic-
tion from whole-exome data. Briefly, this software is based on four machine-learning
frameworks, and requires a catalog of sample somatic SNVs and microindels, a file con-
taining the exact locations of mononucleotides (length ≥5 bases), and microsatellites
consisting of di-, tri-, and tetranucleotide repeats, as annotated in the “simpleRepeats”
track (http://hgdownload.cse.ucsc.edu/goldenpath/hg19/database). Consistent with the
method proposed by Chalmers et al. [60], the TMB was calculated by dividing the total
number of mutations by the length of the target region in megabases. Tumor heterogene-
ity was estimated using the “math.score” function in the “maftools” package (v3.8) [61].
Higher MATH scores indicate a greater heterogeneity. Available data on neoantigens for 77
TCGA-STAD samples were extracted (https://tcia.at/neoantigens) [62].

4.7. Identification of Significantly Mutated Genes

To assess the somatic mutation profiles of genes throughout the genome, we searched
for genes that were mutated more frequently than expected by chance [27]. Pre-processed
Mutation Annotation Format files (generated using the “prepareMutSig” function in
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“maftools” (v8) [27]) were loaded into the online MutSigCV server (v1.3.4; https://cloud.
genepattern.org/gp/pages/index.jsf) [27]. Significantly mutated genes associated with S4
were evaluated to determine their associations with S4high, S4low, and subgroups defined
by MLH1 methylation status using the “compareMaf” function (“maftools” R package).
The “somaticInteractions” function (“maftools” R package) was used to identify sets of
genes that were mutually mutated in exclusive and co-occurring manner [29,61].

4.8. Evaluation of Tumor Microenvironment Composition and Immunological Aspects

We estimated cellular compositions from the TCGA bulk expression datasets using two
complementary approaches. First, the CIBERSORT software, based on the deconvolution
method for the characterization of cell composition in complex tissues from their gene
expression profiles, was used [50]. CIBESORT takes advantage of a validated leukocyte
gene signature matrix, termed LM22. This matrix contains 547 genes that distinguish 22
human hematopoietic cell phenotypes, including seven T cell types, naïve and memory B
cells, plasma cells, NK cells, and myeloid subsets. Simultaneously, a recently introduced
GSEA-based technique termed xCell [51] was used to infer 64 immune and stroma cell types.
We used this approach to confirm the CIBERSORT findings and evaluate the stromal content.

A CIBERSORT analysis was performed online using a public server (http://cibersort.
stanford.edu/) for the characterization of absolute and relative immune cell composition,
with 1000 permutations and disabled quantile normalization as set parameters. Of the
380 TCGA-STAD tumor samples, 215 (56%) samples yielded data on infiltrating immune
cells (CIBERSORT analysis, p < 0.05) and were included in further analysis (S4high, n = 50;
S4low, n = 165). We also used xCell to confirm the results of the S4high and S4low sample
comparison. xCell analysis was performed using the R package with default parameters
(https://github.com/dviraran/xCell). To verify the immune effector responses in S4high

and S4low samples, the differential expression of key immunoregulatory/inflammatory and
cytotoxic markers was found. Group comparisons described in this section were performed
using the Mann–Whitney U test with the significance level set to p < 0.05. We also used
the pre-processed immune subtypes described by Thorsson et al. [34] for TCGA samples
(available for 103 S4high samples and 285 S4low samples; Table S2).

5. Conclusions

In conclusion, whereas previous studies have aimed to classify patients using molecu-
lar and clinical features, such as the MSI status, TMB, and MLH1 gene expression levels,
this study provides evidence that classification based on mutational signature exposure
can be used to identify groups of patients with common clinical, immunological, and
mutational features related directly to better prognosis.

Supplementary Materials: The following are available online at https://www.mdpi.com/2072
-6694/13/3/490/s1, Figure S1. Heatmap clustering of gastric cancer sample signature exposure.
Mutational signatures called by signeR are arranged in rows, and samples are arranged in columns,
Figure S2. Forest plot of hazard ratios for overall survival from univariate Cox model analysis. TMB,
tumor mutational burden; MSI, microsatellite instability, Figure S3. Forest plot of hazard ratios for
overall survival from the multivariate Cox model for (a) mutational signature S2 and (b) S5, Figure
S4. Calibrated plots of 2-year survival (multiple Cox regression models) for (a) mutational signature
S2, (b) S4, (c) S5, (d) high microsatellite instability, and (e) tumor mutational burden, Figure S5.
Five-year overall survival for S4high and S4low groups in the public cohort, Figure S6. Five-year
overall survival for S4high and S4low groups in the validation cohort, Figure S7. Scatter plots of
Sperman’s correlation between MMR gene expression levels (FPKM) and methylation loads. Gene
expression levels were plotted against average β values for the promoter-related CpG islands of
MMR genes, Figure S8. Barplot showing the burdens of previously identified mutational signatures
in the public gastric cancer cohort; isogenic wild-type cells are compared with two subclones with
mutations in the MLH1 gene induced by CRISP-Cas9 assay, Figure S9. Boxplots of immune and
stroma cells scores, estimated by xCell (Aran et al., 2017), in the mutational signature S4high and S4low

groups. * p < 0.05, ** p < 0.01, t test, Figure S10. Boxplots showing the normalized gene expression
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of immune-related genes. Immune gene markers were grouped as (a) inflammatory/cytotoxic,
(b) suppressor/exhausted, (c) costimulatory/antigen presentation, and (d) other (natural killer cell
receptors and monocyte/macrophage markers). Outlying values were removed. * p < 0.05, ** p < 0.01,
*** p < 0.001, **** p < 0.0001, Mann–Whitney U test, Table S1. Significantly mutated genes in the
mutational signature (S)4high and S4low groups and associated pathways. (a) Significantly mutated
genes, related pathways, and frequency in the S4high group. (b) Description of pathways found for
the S4high gene set. (c) Significantly mutated genes, related pathways and frequency in the S4low

group. (d) Description of pathways found for the S4low gene set, Table S1 SignificantlyMutatedGenes-
Pathways.xlsx, Table S2. Metadata on sample clinical, molecular, and immune features, Table S2
Clinical-Molecular-features.xlsx, Table S3. Clinicopathological features of gastric cancer samples
by cohort, Table S4. Clinicopathological features of gastric cancer samples according to mutational
signature 4 DNA mismatch repair deficiency in the validation cohort.
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